
Institut für Informatik

AG Künstliche Intelligenz

�Entwicklung starker Klassi�katoren
zur Zeichenerkennung�

Masterarbeit

zur Erlangung des akademischen Grades

Master of Science (M.Sc.)

eingereicht von

Marcus Lindner

(Matrikelnummer: 3897648)

bei

Prof. Dr. Raúl Rojas

Prof. Dr. Marco Block-Berlitz

Abgabedatum: 16.06.2011





Eidesstattliche Erklärung

Ich versichere, die Masterarbeit selbständig verfasst, keine anderen als die angegebenen

Quellen und Hilfsmittel benutzt und die diesen Quellen und Hilfsmitteln wörtlich oder

sinngemäÿ entnommenen Ausführungen als solche kenntlich gemacht habe.

Berlin, den 16.06.2011 Unterschrift:





Inhaltsverzeichnis

1 Einleitung 1

1.1 Training ohne Gegenbeispiele . . . . . . . . . . . . . . . . . . . . . . . . . 1

1.2 Bezug zu verwandten Arbeiten . . . . . . . . . . . . . . . . . . . . . . . . 2

1.3 Aufbau der Arbeit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 3

2 Merkmalsextraktion 4

2.1 Buchstaben- und Zi�ernmerkmale . . . . . . . . . . . . . . . . . . . . . . . 4

2.2 Vorverarbeitung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 8

2.2.1 Morphologische Operatoren . . . . . . . . . . . . . . . . . . . . . . 9

2.2.2 Normalisierung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 12

2.2.3 Skelettierung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

2.3 Extraktoren . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

2.3.1 Linien, Kreise . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 17

2.3.2 Dreiecke, Rechtecke . . . . . . . . . . . . . . . . . . . . . . . . . . . 24

2.3.3 Geschlossene Innenräume . . . . . . . . . . . . . . . . . . . . . . . 29

2.3.4 Ö�nungen (N, O, S, W) . . . . . . . . . . . . . . . . . . . . . . . . 30

2.3.5 Merkmale im Skelettgraphen . . . . . . . . . . . . . . . . . . . . . 32

2.3.6 Symmetrie . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 37

2.3.7 Relative Fläche . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39

2.3.8 Schwerpunkt . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 39

3 Bewertungsbaum 42

3.1 Agglomerative Clusterbildung . . . . . . . . . . . . . . . . . . . . . . . . . 42

3.2 Mehrdimensionale Normalverteilung . . . . . . . . . . . . . . . . . . . . . 47

3.3 Merkmalsabhängigkeit . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 48

3.4 Vorbereitung . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 50

3.5 Training . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

4 Zeichenerkennung 63

iv



Inhaltsverzeichnis Seite v

5 Experimentelle Resultate 66

6 Zusammenfassung und Ausblick 69

6.1 Ausblick . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 69

Literaturverzeichnis 71



Kapitel 1

Einleitung

Das menschliche Gehirn lernt die Welt mit allen fünf Sinnen kennen [1]. Es nimmt die

Eigenschaften verschiedener Dinge wahr, sortiert nach Beispielen gleicher Klassen und

abstrahiert anschlieÿend. Dieses Prinzip lässt sich mit folgendem Satz zusammenfassen:

�Ein Objekt ist die Summe seiner Eigenschaften�. Man kann das als eine Art natürliches

Grundprinzip der Wahrnehmung bezeichnen, was sich in allen Bereichen des Lebens

wieder�ndet. Letztlich lassen sich nur die Eigenschaften eines Objektes wahrnehmen,

nicht aber das Objekt selbst und anhand der erlernten Kombinationen von Eigenschaften

das Objekt identi�zieren. So werden beispielsweise in den Wissenschaften Modelle durch

De�nitionen aufgestellt, die alle Eigenschaften der Modellobjekte aufzählen und deren

Zusammenhang beschreiben.

In dieser Masterarbeit wird ein Verfahren zur Zeichenerkennung gedruckter lateinischer

Buchstaben und arabischer Zi�ern vorgestellt, das jede Zeichenklasse anhand ihrer indi-

viduellen Eigenschaften erlernt. Dafür wird eine Menge von Merkmalen de�niert, die die

Eigenschaften von Zeichen im Pixelbild beschreiben. Nach geeigneter Vorverarbeitung

werden alle Merkmale extrahiert und in einem spezialisierten Entscheidungsbaum, dem

Bewertungsbaum, zur Identi�kation der Klassen kombiniert. Dieser Baum tri�t keine

Entscheidung, sondern gibt eine Wertung des Ergebnisses, die zur Entscheidung her-

angezogen wird. Auf diese Weise wird jede Zeichenklasse als Summe ihrer Merkmale

abgebildet.

1.1 Training ohne Gegenbeispiele

Ziel dieser Arbeit ist es ein Verfahren zu entwickeln, mit dem sich Klassen von Ob-

jekten nur durch die Beschreibung der Objekte lernen lassen. Beschrieben werden die

Objekte durch problemorientierte Merkmale und es sind verschiedene Merkmale mit un-

terschiedlicher Häu�gkeit je Eingabebild möglich. Jeder Merkmalstyp muss sich durch

1



1.2. Bezug zu verwandten Arbeiten Seite 2

einen Merkmalsvektor im entsprechenden Merkmalsraum angeben lassen. Jede Objekt-

klasse ist dann gekennzeichnet durch eine individuelle Zusammensetzung von Merkmalen

verschiedenen Typs und unterschiedlicher Anzahl. Das Verfahren berücksichtigt, dass bei

Exemplaren einer Objektklasse nicht immer alle Merkmale mit einer genau bestimmten

Häu�gkeit auftreten. Dafür ist eine gewisse Redundanz in den Merkmalen notwendig.

Würde man beispielsweise eine 8 nur durch zwei Kreise, die sich jeweils in der Mitte der

oberen und unteren Bildhälfte be�nden beschreiben, dann wäre es nicht möglich Achten

zu erkennen, deren Kreise eingerissen sind.

Ein groÿer Vorteil der Vorgehensweise die Beschreibung der Objekte zu lernen ist, dass

dabei nicht nur die notwendigsten Unterschiede zwischen den Zeichen gelernt werden,

um einen hohen Erkennungsgrad zu erreichen. Verfahren wie [2], die Objekterkennung

durch Erlernen von Unterschieden in den Trainingsbeispielen bewerkstelligen, sind darauf

angewiesen eine groÿe Auswahl ein Negativ-Beispielen präsentiert zu bekommen. Das in

dieser Arbeit vorgestellte Verfahren benötigt keine Negativ-Beispiele, um Zeichen von

Nicht-Zeichen zu unterscheiden. Das Verfahren macht sich zu nutze, dass allein durch

die Beschreibung einer Objektklasse der Rest der Welt implizit bekannt ist: �Alles, was

nicht wie ein bekanntes Objekt aussieht, ist ein unbekanntes Objekt�. Um ein Objekt zu

erkennen, muss man es also kennen. Der Ansatz ist dadurch motiviert, dass wir Menschen

in der Lage sind ein neues Objekt kennenzulernen, ohne das man uns dafür eine Reihe

falscher Muster zeigt. Speziell bei Schrift ist das eben auch der Fall.

Anders als bei Verfahren mit universellen Merkmalen [3], erfordert die hier vorgestellte

Methode problemorientierte Merkmale. Es ist nicht möglich ein universelles Merkmal zu

verwenden, mit dem beliebige Objektklassen erlernt werden können. Aber es ist durchaus

möglich, dass die Merkmalstypen für Schrift auch andere Muster beschreiben können oder

zumindest eine Teilmenge dieser Merkmale auch in der Beschreibung anderer Muster

Verwendung �nden kann.

1.2 Bezug zu verwandten Arbeiten

In [4] wird eine Methode vorgeschlagen, bei der mit einem rekursiven k-Means Algorith-

mus ein Vokabelbaum erstellt wird. Auf diese Weise werden Merkmalsvektoren, die in

unterschiedlicher Anzahl je Bild vorkommen dürfen, in einen einheitlichen Bewertungs-

vektor transformiert, der für den Ähnlichkeitsvergleich und damit die Erkennungsent-

scheidung herangezogen wird. In der Arbeit wurde gezeigt, dass für gute Ergebnisse sehr

viele Merkmalsvektoren von jedem Bild benötigt werden. Da diese Merkmalsvektoren

aber vom gleichen Typ sein müssen ist das in der genannten Gröÿenordnung auf Binär-
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bildern mit sehr beschränkter Gröÿe, wie sie hier zum Einsatz kommen, nicht möglich.

Für den hier verwendeten Ansatz von Multi-Merkmalen ist der einfache Vokabelbaum

auÿerdem nicht geeignet. In [5, 6] wird dafür eine Erweiterung mit einem Vokabelbaum

für jedes Merkmal vorgeschlagen. In [7, 8] werden Methoden vorgestellt, die verschiedene

Merkmalstypen für die Klassi�kation heranziehen, aber nicht erlauben, dass Vektoren

eines Typs in unterschiedlicher Anzahl je Bild vorkommen.

k-NN Algorithmen sind eine Standardklasse zum Klassi�zieren von Objekten [9, 10]

und �nden auch häu�g Anwendung in der Zeichenerkennung [11, 12]. Neben den Nachtei-

len von Geschwindigkeit und Speicher, die in einigen Arbeiten deutlich verbessert wurden,

bietet dieser Ansatz nicht die Möglichkeit die Behauptung der Objektspezi�kation durch

Eigenschaftskomposition zu überprüfen.

In [13] wird eine Methode zum Binarisieren und Segmentieren von Text in Bildern

vorgestellt. Das Ergebnis ist nahezu frei von false-negatives1, während noch einige false-

positives2 zu �nden sind. Um den Anteil falscher Zusammenhangskomponenten im Hin-

blick auf Texterkennung zu minimieren, lassen sich mit dem vorgestellten Verfahren dieser

Masterarbeit die false-positives minimieren.

1.3 Aufbau der Arbeit

Ausgehend von bereits digitalisierten und binarisierten Druckzeichen (Buchstaben und

Zi�ern), die als einzelne Zusammenhangskomponenten bereitgestellt sind, werden für

diese Klasse von Objekten in Kapitel 2 Merkmale de�niert. Die Merkmale sind pro-

blemorientiert und speziell auf die Eigenschaften von Druckschrift ausgerichtet. Weil die

Ausgangsdaten für die Extraktion der Merkmale nicht entsprechend vorbereitet sind,

werden passende Vorverarbeitungsschritte besprochen und die Extraktionsalgorithmen

entwickelt. Kapitel 3 erklärt das Verfahren zum Erzeugen des Bewertungsbaums, ei-

nes speziellen Entscheidungsbaums, der die Beschreibung der Objektklassen anhand der

gegebenen Merkmale widerspiegelt. Ein trainierter Bewertungsbaum wird zur späteren

Erkennung von Schriftzeichen mit Hilfe des in Kapitel 4 erläuterten Algorithmus genutzt.

1False-negatives sind fälschlicherweise abgelehnte Schriftzeichen (als Nicht-Zeichen klassi�ziert).
2False-positives sind fälschlicherweise akzeptierte Nicht-Zeichen (als Schriftzeichen klassi�ziert).



Kapitel 2

Merkmalsextraktion

Jede Objektklasse wird durch eine Menge von Merkmalen spezi�ziert mit denen jedes Ob-

jekt vollständig beschrieben werden kann. Ein einzelnes Objekt besitzt dann eine Reihe

von Eigenschaften, wobei jede Eigenschaft eine konkrete Ausprägung eines bestimmten

Merkmals darstellt. Selbst das Ausbleiben eines Merkmals kann eine Eigenschaft sein.

Merkmale können zum Beispiel Kreisstrukturen oder Einbrüche in der konvexen Hülle

sein. Während eine 8 gleich zwei Kreisstrukturen und zwei Einbrüche in der konvexen

Hülle als Eigenschaften aufweist, so hat ein I keines der beiden Merkmale.

In dieser Arbeit werden gedruckte lateinische Buchstaben und arabische Zi�ern be-

handelt. Als erster Schritt ist es notwendig eine Menge von Merkmalen zu de�nieren, die

hinreichend die zu erkennenden Zeichen charakterisieren. Die Menge muss groÿ genug ge-

wählt werden, damit nicht nur die einzelnen Zeichen gegeneinander, sondern auch gegen

alle Nicht-Zeichen, abgegrenzt werden können.

Ausgehend von den binarisierten Pixelbildern der Zeichen kann es Sinn machen für ver-

schiedene Merkmale eine individuelle Vorverarbeitungskette durchzuführen. Genau wie

die Merkmale, die problemorientiert de�niert werden müssen, wird auch die Vorverarbei-

tungskette den Anforderungen einzelner Merkmale entsprechend festgelegt. Im Anschluss

an die Vorverarbeitung werden die einzelnen Eigenschaften eines Objektes durch Extrak-

tion der Merkmale bestimmt.

2.1 Buchstaben- und Zi�ernmerkmale

Das in Kapitel 3 und 4 entwickelte Verfahren zum Erkennen von Objekten ist nicht

speziell auf Buchstaben und Zi�ern ausgelegt, sondern kann für beliebige Objekttypen

verwendet werden, sofern eine geeignete Menge von Merkmalen und dazugehörige Ex-

traktoren für die Objekte zur Verfügung stehen. Diese Arbeit beschäftigt sich mit der

Erkennung von Schriftzeichen und erfordert deshalb eine geeignete Merkmalsmenge für

diese Klasse von Objekten. Es ist wichtig, dass die Merkmale einerseits hinreichend sind

4
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zur Trennung der Zeichen voneinander, aber andererseits auch die Zeichen so genau be-

schreiben, dass sie von Nicht-Zeichen unterschieden werden können. Es wird sich zeigen,

dass dieser Anforderung für beliebige Objektklassenmengen gerecht zu werden teilweise

sehr schwer bis gar nicht möglich ist, da bestimmte einzelne Buchstaben und Zi�ern ohne

Kontext nicht unterschieden werden können.

De�nition Eine Merkmalsmenge heiÿt vollständig, wenn bei der Beschreibung der

Objektklassen unter Verwendung aller angegebenen Merkmale gilt: Ein unbekanntes Bild

Q gehört zu Klasse K, wenn alle Merkmale in Anzahl und Zusammensetzung aus der

Beschreibung von Objektklasse K in Q gefunden werden.

Diese De�nition bedeutet insbesondere, dass eine vollständige Merkmalsmenge Merk-

male enthalten muss, die eine erfolgreiche Klassi�kation verhindern, wenn in einem Abfra-

gebild zusätzliche Informationen zu sehen sind. Wird eine 8 beispielsweise wieder durch

zwei Kreise beschrieben, dann würden zwei schematisch dargestellte nebeneinander lie-

gende Neuronen (kreisförmige Objekte mit vielen abstehenden Verästelungen) auch als 8

erkannt werden. Es reicht das Merkmal relative Fläche hinzuzunehmen, um diesen E�ekt

zu verhindern, obwohl nach wie vor die Merkmalsmenge die Eigenschaft Verästelungen

nicht berücksichtigt.

In der Typogra�e lassen sich viele Hinweise und Ideen �nden, aus welchen Merkma-

len Schrift aufgebaut ist [14]. Sie beschäftigt sich insbesondere mit den Eigenschaften

von Schrift, die man im Pixelbild, also dem Ortsraum, eines digitalisierten Zeichens di-

rekt wieder�ndet. Dadurch wird die Beschreibung der zu erkennenden Objekte durch

die Summe ihrer Eigenschaften auf natürliche Weise motiviert. Obwohl beliebige Merk-

male denkbar sind, wird eine Menge angegeben, die der menschlichen Wahrnehmung

entspricht.

Linienmuster In vielen Buchstaben und Zi�ern lassen sich Linienmuster �nden, die au-

ÿerdem auf einige wenige diskrete Ausrichtungen beschränkt sind. Innerhalb aller

Zeichen variieren darüber hinaus Anzahl und Winkel der Linien. Gefundene Linien,

als Geraden und Strecken berücksichtigt, stellen ein Merkmal dar.

Merkmal Beispiele

schräge Linien A, K, M, N, Q, R, V, W, X, Y, Z, 1, 4, 5, 7

waagerechte Linien A, E, F, G, H, L, T, Z, 2, 4, 5, 7

senkrechte Linien B, D, E, F, H, I, K, L, 1, 4
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Dreieckmuster Kein weiteres Zeichen auÿer dem Buchstaben A und der Zi�er 4 hat

ein vollständiges Dreieck, aber viele enthalten Dreieckmuster derart, dass man ein

oder mehrere Dreiecke so über das Zeichen legen kann, dass sich die Eckpunkte

innerhalb der konvexen Hülle be�nden und nur eine Dreieckseite fehlt.

Merkmal Beispiele

Dreiecke A, E, F, H, K, L, M, N, T, V, W, X, Y, Z, 4

Rechteckmuster Rechteckmuster verhalten sich ähnlich wie die Dreieckmuster. Man �n-

det zwar kein Zeichen mit Linienzügen, die ein vollständiges Rechteck beschreiben,

aber es gibt einige, die von einem Rechteck umschlossen werden können, so dass

Linienzüge auf mindestens zwei der vier Rechteckseiten liegen und sich die restli-

chen Linienzüge innerhalb des Rechtecks be�nden.

Merkmal Beispiele

Rechtecke E, F, H

Kreismuster Neben einigen Zeichen, die vollständige Kreis- oder wenigstens Ellipsen-

muster aufweisen, gibt es auch einige deren Linienzüge unvollständige Kreise und

Halbkreise beschreiben. Der Grat zwischen Kreis- und Halbkreismustern ist sehr

schmal. Es ist trotzdem sinnvoll beide Merkmale zu berücksichtigen, da es kein

Schaden ist, wenn beim Training die Buchstabenklasse C mit beiden Merkmalen

klassi�ziert wird. Man gewinnt aber mehr nützliche Information, wenn man zusätz-

lich vollständige Kreismuster di�erenzieren kann.

Merkmal Beispiele

Kreise C, G, O, Q, 3, 5, 6, 8, 9, 0

Halbkreise B, D, P, R, U, 2

Innenraum Linien von Zeichen mit diesem Merkmal schlieÿen mindestens einen zusam-

menhängenden Hintergrundbereich vollständig ein.

Merkmal Beispiele

geschlossener Innenraum A, B, D, O, P, Q, R, 4, 6, 8, 9, 0
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Ö�nungen Betrachtet man die verschiedenen Zeichen aus je einer der vier Himmelsrich-

tungen, so sind bei den meisten von ihnen Einbrüche in der konvexen Hülle relativ

zu ihrer Kontur zu sehen. Die auftretenden Merkmale sind vielfältig. Ein X hat

beispielsweise in jeder Richtung genau eine Ö�nung, aber ein E hat gleich zwei

Ö�nungen aus nur einer Richtung.

Merkmal Beispiele

Nordö�nung H, J, K, M, N, U, V, W, X, Y

Ostö�nung C, E, F, G, K, L, S, T, X, Z, 2, 5, 6, 8

Südö�nung A, H, K, M, N, R, W, X

Westö�nung J, S, T, X, Z, 2, 3, 5, 7, 8, 9

Skelettmerkmale Betrachtet man das Skelett eines Zeichens als ungerichteten Graph, so

�nden sich die Strukturmerkmale Enden, Kreuzungen und Kreise in diesem Graph.

Merkmal Beispiele

Enden A, C, E, F, G, H, I, ...

Kreuzungen A, B, E, F, H, K, P, ...

Kreise A, B, D, O, P, Q, R, ...

Einzellinie Zeichen mit diesem Merkmal sind ohne abzusetzen am Stück schreibbar. Das

heiÿt sie bestehen aus nur einem einzigen Linienzug. Im Skelett ist das daran zu

erkennen, dass es genau zwei Enden, keine Kreuzung und keinen Kreis gibt.

Merkmal Beispiele

Einzellinie C, G, I, J, L, M, N, O, S, U, V, W, Z

Symmetrie Der Symmetriewert eines Zeichens gibt das Verhältnis gespiegelter Pixel an

der Mittelachse zu allen Vordergrundpixeln an. Es handelt sich um ein rein quan-

titatives Merkmal, welches bei jedem Zeichen genau einmal vertreten ist.

Merkmal Beispiele

perfekt symmetrisch A, H, I, M, O, T, U, W, V, X, Y

Relative Fläche Die relative Fläche gibt das Verhältnis von Vordergrundpixeln zu Hin-

tergrundpixeln an.
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Schwerpunkt Dieses Merkmal bezeichnet den Ortsvektor des Schwerpunktes aller Vor-

dergrundpixel.

Für die De�nition und Auswahl der Merkmale gibt es zwei Ziele: Auf der einen Seite soll

die Erkennungsleistung für die einzelnen Buchstaben und Zi�ern erhöht werden, aber

auf der anderen Seite soll auch sicher ein Zeichen von einem Nicht-Zeichen unterschieden

werden können. Beide Ziele stehen bei dem vorgestellten Verfahren in keinem direkten

Zusammenhang. Durch eine erhöhte Abgrenzungsleistung zur Welt entsteht keine bessere

Erkennungsleistung der Zeichen und durch eine gute Zeichenerkennung muss nicht auto-

matisch die Isolierung der Welt gut sein. Es ist aber möglich durch geschickte Auswahl

der Merkmale beides zu verbinden.

Wird eine groÿe Menge an Merkmalen ausgewählt, von denen keines in den zu er-

kennenden Zeichen zu �nden sind, dann �ndet keine Zeichenerkennung statt, aber es

kann die binäre Klassi�kation für Nicht-Zeichen erreicht werden. Voraussetzung dafür

ist aber eine Merkmalsmenge, die die Welt beschreibt, was im Allgemeinen sehr schwer

ist, weil keine Kenntnis über die Welt im Vorfeld bekannt ist. Andererseits führt eine

kompakte Merkmalsmenge, die eine gute Erkennung der Zeichen erlaubt, nicht zwingend

zu einer guten Isolation der Welt, weil damit eventuell nur eine gute Di�erenzierung

der Zeichen untereinander erreicht wird. Deswegen ist es optimal, wenn die ausgewählte

Merkmalsmenge die zu erkennenden Objekte vollständig beschreiben kann. Das bedeutet,

sie enthält nicht nur die Merkmale, die für eine Unterscheidung der Zeichen ausreichen.

Ist eine vollständige Beschreibung der Zeichen möglich, so kann diese erlernt werden und

folglich ist alles Unbekannte kein Zeichen.

Alle hier angegebenen Merkmale beschreiben geometrische Basismuster aus denen sich

gedruckte Buchstaben und Zi�ern zusammensetzen lassen. Jedes Zeichen ist eine eigene

individuelle Kombination aus den Mustern, wenn jedes Muster berücksichtigt wird, auch

abwesende!

2.2 Vorverarbeitung

Viele Merkmale können nicht direkt aus dem Ausgangsbild extrahiert werden. Es ist dann

notwendig alle Bilder für die Extraktion vorzubereiten. Ein Vorteil des hier vorgestellten

Verfahrens ist, dass für jedes Merkmal eine individuelle Vorverarbeitung statt�nden kann,

die auf die Bedürfnisse des jeweiligen Merkmals eingeht.

Die Natur der Schrift ist, dass sie aus Linienzügen besteht. Die meisten Merkmale

legen daher diese Struktur zu Grunde. Es gibt zwei Möglichkeiten diese Anforderung

zu erfüllen, entweder durch Skelettierung des Pixelbildes oder Vektorisierung. Da die
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Vektorisierung im Allgemeinen einen erheblichen Mehraufwand erfordert, der für die zu

gewinnenden Informationen unnötig ist, und in vielen Fällen auÿerdem eine Skelettierung

voraussetzt werden die Ausgangsbilder nur skelettiert. Zuvor erfolgt eine Reinigung des

Pixelbildes mit morphologischen Operatoren, um durch die Digitalisierung verklebte oder

aufgerissene Stellen im Zeichen zu korrigieren. Auÿerdem müssen die Ausgangsbilder in

Gröÿe und Form normalisiert werden.

2.2.1 Morphologische Operatoren

In dieser Arbeit werden nur morphologische Operatoren auf Binärbildern betrachtet, da

die Ausgangsbilder bereits in binarisierter Form vorliegen. Ist das nicht der Fall, so kann

problemlos eine Schwellenwertbinarisierung oder ähnliches als zusätzlicher Vorverarbei-

tungsschritt durchgeführt werden.

Morphologische Operatoren sind Faltungsoperationen1 auf Bildern mit Kernen, die

Strukturelemente genannt werden. Die Strukturelemente können verschiedene Gröÿe und

Form haben, um so unterschiedliche Wirkungen zu erzielen. Bei einer morphologischen

Operation wird der Ankerpunkt des Strukturelementes über jeden Pixel des Ausgangs-

bildes gelegt und abhängig von seiner Nachbarschaft, die durch das Strukturelement

beschrieben wird, der Pixel in das Ergebnisbild mit übernommen oder nicht.

Es ist zu beachten, dass vor der Ausführung einer morphologischen Operation im

Allgemeinen noch ein leerer Rand um das Bild hinzugefügt werden muss, damit es nicht

zu Nebene�ekten an den Rändern kommt. Die Breite des leeren Randes hängt von der

Gröÿe des Strukturelements ab.

Erosion

Die Erosion ist eine mathematische Minimumfunktion auf einem Ausgangsbild I und

einem Strukturelement K (siehe Gleichung 2.1). Sie frisst alle Pixel vom Ausgangsbild

weg, deren Nachbarschaft nicht identisch ist mit der, die das Strukturelement beschreibt.

I 	K = min
(x′,y′)εK

I(x+ x′, y + y′) (2.1)

K ist eine Menge von Koordinaten relativ zum Ankerpunkt, die die Nachbarschaft be-

schreiben. In Abbildung 2.1(a) ist eine Erosion an einem Beispielbild mit kreuzförmigen

Strukturelement zu sehen. Man kann sehr gut erkennen, wie die Ränder der Objekte ent-

fernt werden und dabei die linke Struktur in zwei Zusammenhangskomponenten aufreiÿt.

1Faltung ist ein mathematischer Operator auf zwei Funktionen f und g, dessen Ergebnis Funktion f
mit durch g veränderten Wertebereich ist. Hier sind f und g Binärbilder.
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Dilatation

Ähnlich der Erosion ist die Dilatation eine mathematische Maximumfunktion auf I und

K mit K als Koordinatenmenge des Strukturelements (siehe Gleichung 2.2). Sie fügt dem

Ausgangsbild an den Konturrändern überall dort Pixel hinzu, wo mindestens einer der

Nachbarschaftspixel bereits ein Vordergrundpixel ist.

I ⊕K = max
(x′,y′)εK

I(x+ x′, y + y′) (2.2)

In Abbildung 2.1(b) ist gut zu erkennen, wie die Dilatation mit geeignetem Strukturele-

ment getrennte Zusammenhangskomponenten zusammenwachsen lässt.

Opening

Sind dünn verklebte Stellen in einem Pixelbild zu ö�nen, so bietet sich dafür die aus-

schlieÿliche Verwendung der Erosion nicht an. Neben dem Trennen von Zusammenhangs-

komponenten entfernt sie überall Randpixel und verkleinert somit die Objekte, was häu�g

auch mit Informationsverlust verbunden ist. Abbildung 2.1(a) zeigt, dass aus dem ur-

sprünglich kreisähnlichen Objekt rechts unten nach der Erosion ein rechteckiges Objekt

geworden ist.

Diesem Problem entgegnet die morphologische Ö�nungsoperation. Sie kombiniert ei-

ne Reihe von Erosionsschritten mit anschlieÿenden Dilatationsschritten. Das für dazu,

dass nach dem Ö�nen der Zusammenhangskomponenten, die vormals entfernten Rand-

pixel durch Dilatation wieder hinzugefügt werden, ohne erneutes Zusammenwachsen der

Objekte.

Abbildung 2.1(c) zeigt die Ö�nungsoperation mit einem Erosions- und einem anschlie-

ÿenden Dilatationsschritt. Die linke Struktur bleibt jetzt getrennt und trotzdem ist das

Objekt rechts unten immer noch kreisähnlich.

Closing

Vergleichbar der morphologischen Ö�nungsoperation begegnet die Schlieÿungsoperation

dem Problem des künstlichen Verdickens und der Informationsverfälschung durch alleini-

ge Dilatationsoperation, wenn es darum geht durch Ausreiÿer getrennte Objekte wieder

zu verbinden. Dafür werden Erosionsoperationen nach Dilatationsoperationen ausgeführt,

um unnötig hinzugefügte Randpixel wieder zu entfernen. Abbildung 2.1(d) zeigt einen

Dilatations- und Erosionsschritt.
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Abbildung 2.1: Morphologische Operationen mit kreuzförmigem Strukturelement und
zentrischem Ankerpunkt: (a) Erosion, (b) Dilatation, (c) Opening,
(d) Closing.
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2.2.2 Normalisierung

Viele der angegebenen Merkmale verwenden Ortsinformationen und einige Extraktoren

benutzen Pixelhäu�gkeiten als Schwellenwerte. Damit diese auch vergleichbar sind ist es

erforderlich alle Eingabebilder auf ein einheitliches Maÿ zu bringen. Alle Ausgangsbilder

haben nach der Normalisierung eine Gröÿe von 25×25 Pixel. Diese Gröÿe ist klein genug,

um den Rechenaufwand in Grenzen zu halten, aber groÿ genug, um nicht zu viel Infor-

mation zu verlieren. Einige Merkmale erfordern zusätzlich, dass das Seitenverhältnis der

Zeichen bei der Normalisierung erhalten bleibt. Andernfalls würde es zu Verzerrungse�ek-

ten und damit fehlerhafter Merkmalsextraktion kommen. Kreise würden beispielsweise

Ellipsen. Da jeder Merkmalsextraktor seine eigene Vorverarbeitungskette haben kann

gibt es die Normalisierung mit und ohne Erhaltung des Seitenverhältnisses.

Von jedem Bild wird zuerst der Rand so weit weggeschnitten, dass das dargestellte

Objekt in jeder Richtung am Bildrand anstöÿt. In den äuÿersten Zeilen und Spalten des

Bildes be�ndet sich dann jeweils mindestens 1 Vordergrundpixel. Anschlieÿend wird das

Bild auf 25×25 Pixel skaliert, wenn das Seitenverhältnis nicht erhalten bleiben muss.

Soll das Seitenverhältnis aber erhalten bleiben, dann wird das Bild in x- und y-Richtung

gleichmäÿig skaliert, so dass die längere der beiden Seiten eine Ausdehnung von 25 Pixel

hat. Am Ende wird das Bild in seiner kürzeren Ausdehnung auf beiden Seiten gleich-

mäÿig mit Hintergrund aufgefüllt, damit es eine quadratische Form von 25×25 Pixel

bekommt. Damit ist gewährleistet, dass ein Objekt ohne Verlust seines Seitenverhältnis-

ses mit gröÿtmöglicher Ausdehnung horizontal und vertikal zentriert in einer 25×25 Pixel
Box sitzt. Bei der Skalierung von Bildern müssen aus den Originalpixeln neue berech-

net werden. Dafür kommt eins der Standardinterpolationsverfahren bilinear, bikubisch,

Pixel�ächendurchschnitt oder nächster-Nachbar zur Anwendung [15]. Nach der Inter-

polation liegt ein Grauwertbild vor, das mit einer einfachen Schwellenwertbinarisierung

wieder in ein Binärbild konvertiert wird. Beste Ergebnisse haben sich bei der bilinearen

Interpolation gezeigt. Die Skalierung kommt auch bei der Verwendung von morphologi-

schen Operatoren zur Anwendung. Abhängig von der Gröÿe des Strukturelements ist es

erforderlich das Ausgangsbild in eine entsprechende Gröÿe zu bringen, weil die Wirkung

des morphologischen Operators im Bild von der Gröÿe des Strukturelements abhängt.

Abbildung 2.2 zeigt die Normalisierung ohne Erhaltung des Seitenverhältnisses. Für

senkrechte und waagerechte Linienmerkmale ist diese Normalisierung notwendig, damit

die entsprechenden Linien immer im selben Bereich des normalisierten Bildes liegen. Je

nachdem, ob beispielsweise ein �H� breit oder schmal ist haben die senkrechten Linien

einen unterschiedlichen Abstand zueinander. Nach der Normalisierung ist der Abstand

etwa gleich und die senkrechten Linien im gleichen Bildbereich zu �nden.
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Abbildung 2.2: Normalisierung ohne Erhaltung des Seitenverhältnisses: (a) Ausgangs-
bild, (b) randlos ausgeschnittene Zusammenhangskomponente, (c) ska-
liertes Bild (25×25 Pixel)

Abbildung 2.3: Normalisierung mit Erhaltung des Seitenverhältnisses: (a) Ausgangsbild,
(b) randlos ausgeschnittene Zusammenhangskomponente, (c) gleichmä-
ÿige Skalierung beider Seiten auf 25 Pixel Ausdehnung bei der längeren
Seite, (d) auf 25×25 Pixel aufgefülltes Bild

Abbildung 2.3 zeigt die Normalisierung mit Erhaltung des Seitenverhältnisses. Merk-

male wie das Kreismuster erfordern diese Normalisierung, damit Kreise nicht verzerrt

werden. Unterscheidungen zwischen O (Otto) und 0 (Null) sind ohne eine seitenverhält-

niserhaltende Normalisierung unmöglich.

2.2.3 Skelettierung

Der wichtigste Vorverarbeitungsschritt ist die Skelettierung. Er wird von den meisten

Merkmalen benötigt und stellt eine Art Normierung auf Pixelstrukturebene dar. Be-

stimmte Muster, wie Kreise und Linien, haben in normalisierten und skelettierten Bil-

dern ähnliche Pixelhäufungen, was für die Extraktoren wichtig ist, da einige mit festen
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Schwellenwerten arbeiten.

Für das Skelett einer Zusammenhangskomponente gibt es keine eindeutige De�nition,

nur verschiedene Forderungen und die können von Anwendungsgebiet zu Anwendungsge-

biet unterschiedlich sein. Typischerweise werden an die Skelettierungsverfahren folgende

Forderungen gestellt, die auch für die in dieser Arbeit festgelegten Merkmale hinreichend

sind:

� Linien des Skeletts sind 1 Pixel breit

� Linien des Skeletts sollten etwa in der Mitte der Flächen des Ausgangsbildes liegen

� Zusammenhangskomponenten sind im Skelett nach wie vor zusammenhängend

� Verzweigungen und Endpunkte werden im Skelett weder hinzugefügt noch entfernt

(Topologieerhaltung)

Es gibt sehr viele verschiedene Verfahren zur Skelettierung von Binärbildern [16, 17], alle

mit unterschiedlichen Stärken und Schwächen, sowie Zusicherungen an die Forderungen.

Eine häu�ge Klasse sind die morphologischen Skelettierungsverfahren. Diese führen eine

iterative Erosion mit verschiedenen Strukturelementen bis zur Konvergenz durch. Die

Strukturelemente beschreiben dabei die verschiedenen möglichen Pixeltypen (Kantenpi-

xel, Randpixel, innenliegender Pixel und so weiter), damit der Algorithmus entscheiden

kann, ob ein Pixel zum Skelett gehört oder gelöscht werden muss. Allerdings handelt

es sich nicht um die einfache Erosion, wie in Abschnitt 2.2.1 angegeben, sondern um

aufwendigere Funktionen.

Im Rahmen dieser Arbeit wurden der MB Thinning Algorithmus [18] und der Zhang-

Suen Algorithmus [19] für die angegebenen Merkmale untersucht. Der MB Thinning

Algorithmus ist ein einfacher morphologischer Skelettieralgorithmus, ähnlich dem Hit-

and-Miss Algorithmus [16], der optimiert wurde für E�zienz und Parallelisierung. Er

hat entsprechend vergleichbare Eigenschaften, garantiert aber nicht Linien von einer Pi-

xelbreite. Der Algorithmus von Zhang und Suen ist ebenfalls sehr e�zient und garantiert

die maximale Linienbreite von einem Pixel, kann allerdings zu Verkürzungen bei den

Linien führen. Es hat sich gezeigt, dass der Zhang-Suen Algorithmus für die Merkmale

bessere Ergebnisse erzielt.

Wie bei den Morphologischen Operatoren ist auch hier zu beachten, dass vor der

Skelettierung ein leerer Rand dem Bild hinzugefügt werden muss, um Nebene�ekte zu

vermeiden. Abbildung 2.4 zeigt die Eigenschaften der beiden Skelettierungsalgorithmen

anhand einfacher geometrischer Grundformen. Es ist zu sehen, dass beim MB Thinning

die Linien nicht immer eine Strichstärke von 1 aufweisen und Zhang-Suen die Linien
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Abbildung 2.4: Skelettierung (schwarze Linien) einfacher geometrischer Formen (grau
dargestellt): (a) MB Thinning Algorithmus, (b) Zhang-Suen Algorithmus

mitunter stark verkürzt. Bei quadratischen und symmetrischen Figuren, wie dem Kreis,

liefert der Algorithmus sogar kein Skelett mehr. Hauptproblem bei MB Thinning sind die

Verzweigungen, die an den Enden der Skelettlinien entstehen. Erwartet man für breite

Pixelbereiche einzelne Linien, wie das bei Schriftzeichen der Fall ist, dann wird mit diesem

Verfahren neue Information hinzugefügt. Solche E�ekte treten bei Zhang-Suen nicht auf,

was aber den Preis der verkürzten Linien hat, wie in den Beispielen deutlich zu sehen

ist.

Abbildung 2.5 zeigt die Anwendung beider Skelettierungsverfahren auf einigen Bei-

spielbildern. Die mit MB Thinning skelettierten Zeichen weisen viele Stellen auf, die

breiter als 1 Pixel sind und haben die typischen Verästelungen am ganzen Skelett, wo im

Ausgangsbild groÿe schwarze Pixelbereiche sind. Zhang-Suen erzeugt einfache Linienzü-

ge von einer Pixelbreite, die dem natürlichen Grundmuster der Zeichen entsprechen. Die

Verkürzung der Linien bei Zhang-Suen ist deutlich an den Beispielen 3 und f zu sehen.

Hier gehen bei der 3 die mittlere Einbuchtung nach links und bei dem f der Querbalken

verloren.

Aufgrund der Gröÿenvariabilität unter den zur Verfügung stehenden Beispielbildern

hat sich gezeigt, dass bessere Ergebnisse erzielt werden, wenn eine bildgröÿenabhängige

Vorverarbeitung durchgeführt wird. Bei besonders kleinen Bildern (5px × 9px) wurden
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Abbildung 2.5: Skelettierung ausgewählter Zeichen (von links nach rechts 0, 1, 3, f, N):
(a) Zhang-Suen, (b) Ausgangsbild, (c) MB Thinning
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o�ene Löcher nur zuverlässig geschlossen, wenn die morphologische Schlieÿungsoperation

vor der Normalisierung ausgeführt wurde. Das liegt daran, dass wegen der Skalierung bei

der Normalisierung die Löcher so sehr vergröÿert werden, das ein gröÿeres Strukturele-

ment nötig ist. Das kann aber nicht bei groÿen Bildern verwendet werden, denn dann

würden auch reguläre Lücken geschlossen.

2.3 Extraktoren

Einige der in diesem Abschnitt vorgestellten Algorithmen benutzen mathematische Ope-

rationen, die es erfordern, dass Hintergrundpixel den Wert 0 und Vordergrundpixel den

Wert 1 haben (beispielsweise bei der Verwendung der bitweisen OR Funktion). Deswegen

gilt im Folgenden die Konvention, dass der Pixelwert 0 gemeint ist, wenn von Hintergrund

gesprochen wird und Pixelwert 1 gemeint ist, wenn von Vordergrund gesprochen wird.

Liegen Bilder in einem anderen Format vor, sind sie hinsichtlich dieser Vereinbarung zu

konvertieren.

2.3.1 Linien, Kreise

Eine Standardmethode zum Erkennen von Linien und Kreisen ist die Hough-Transformation

[20]. Sie verwendet einen brute-force2 Ansatz und ist daher sehr rechenintensiv. Eine an-

dere Möglichkeit beruht auf dem RANSAC Algorithmus [21]. Hierbei wird versucht mit

deinem randomisierten Verfahren Linien in einem Bild zu �nden. Anders als bei der

Hough-Transformation ist allerdings nicht sichergestellt, dass immer alle Linien gefun-

den werden. Die Untersuchungen haben jedoch gezeigt, dass RANSAC schon mit wenigen

Wiederholungen sehr gute Ergebnisse liefert.

Bei dem RANSAC Algorithmus wird davon ausgegangen, dass Messwerte eines zu

bestimmenden Modells fehlerbehaftet sind und vor der eigentlichen Schätzung des Mo-

dells möglichst die Messwerte mit groÿem Fehler verworfen werden sollen, damit ein

geeignetes Schätzverfahren ein genaueres Ergebnis liefern kann. Hat man beispielswei-

se Messwerte, von denen man erwartet, dass sie auf einer Geraden liegen, so ist ein

Standardverfahren zum Ausgleichen einer Geraden die Methode der kleinsten Quadra-

te [22]. Die Qualität der Ausgleichsgerade hängt von der Qualität der Messwerte ab.

Man kann das Ergebnis erheblich verbessern, wenn man Messwerte mit groÿem Fehler

von der Modellschätzung ausschlieÿt. RANSAC bestimmt dafür aus einer zufälligen und

ausreichend groÿen Teilmenge der Messpunkte ein Modell. Im Fall von Linien ist das

2Lösungsmethode, die im Wesentlichen auf naivem Ausprobieren aller Fälle basiert.
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Modell eine Gerade, die durch zwei Punkte eindeutig bestimmt ist. Für dieses Modell

werden dann die Messpunkte der Konsensmenge ermittelt. Das sind alle Datenpunkte,

die einen vorgegebenen maximalen Abstand vom Modell nicht überschreiten. Dieser Vor-

gang wird mehrfach wiederholt und am Ende die gröÿte Konsensmenge ausgewählt, um

auf ihr das Schätzverfahren anzuwenden. Dadurch wird erreicht, dass alle Messpunkte,

die einen gewissen Abstand vom Modell überschreiten, nicht berücksichtigt werden. Aus-

reiÿer werden so nicht in die Schätzung mit einbezogen. Besonders hilfreich ist RANSAC,

wenn in der Menge der Messwerte auch Datenpunkte enthalten sind, die nicht dem zu

schätzenden Modell angehören. Genau diese Situation ist in einem Bild gegeben, wenn

bestimmte Formen gesucht werden. Einige Pixel gehören zum Modell und andere nicht.

Ohne Ausschluss der fremden Pixel kann das Modell nicht bestimmt werden.

Bei der Liniensuche in Schriftzeichen besteht die Schwierigkeit darin, dass das Modell

mehr als einmal vertreten sein kann. Der RANSAC Algorithmus muss angepasst werden,

damit alle Linien gefunden werden können. Anschlieÿend werden aus den Linien Strecken

extrahiert und jeweils als Merkmalsvektor gespeichert. Algorithmus 2.1 ist die veränderte

RANSAC Version für multiple Linien- und Streckensuche mit folgenden Parametern:

u Maximale Linienanzahl: Pro Durchlauf wird die längste, falls vorhanden, der

noch verbleibenden Linien gefunden. Kleinere Werte von höchstens 5 werden

hier angegeben.

v RANSAC Iterationen: Pro Durchlauf wird ein zufälliges Linienmodell be-

stimmt und evaluiert. Werte nicht gröÿer als 20 sind hier sinnvoll.

I Punktmenge der Vordergrundpixel im Ausgangsbild.

θmaxDist Maximaler Abstand eines Punktes von der Modellgeraden (Lotabstand), um

noch zur Konsensmenge dazu gezählt zu werden.

θminSize Mindestgröÿe der Konsensmenge, um als gültige Linie akzeptiert zu werden.

θmaxGap Maximal zulässiger Lückenabstand innerhalb einer Strecke. Ist ein Abstand

zwischen zwei Punkten auf der Linie gröÿer als dieser Schwellenwert, dann

gehören die beiden Punkte nicht zu ein und derselben Strecke.

θminSeg Minimale Länge eines Liniensegments, um dieses als Strecke zu akzeptieren.

Liegen die zwei Endpunkte eines Liniensegments näher beieinander, dann

wird es verworfen.

d(p1, p2) Distanzfunktion, die den euklidischen Abstand zwischen den Punkten p1 und

p2 berechnet.
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Die Modi�kation des Algorithmus besteht darin, dass er noch nicht fertig ist, nachdem

die beste Teilmenge der Datenpunkte für das gegebene Modell bestimmt wurde. Im An-

schluss daran wird die Punktmenge, die für die zufällige Modellbestimmung verwendet

wird, um die die Datenpunkte der gefundenen Konsensmenge verringert und von vorne

begonnen. Im nächsten Durchlauf kann der Algorithmus so nur noch auf den verbliebenen

Punkten das nun beste Modell bestimmen. Für die Berechnung der Konsensmengen und

Regressionsgeraden stehen aber während der gesamten Laufzeit immer alle Datenpunk-

te zur Verfügung. Das ist nötig, weil Linien sich schneiden und berühren können, wie

beispielsweise bei einem X oder E. Mit der Verringerung der Zufallsmenge soll nur ver-

hindert werden, dass eine bereits gefundene Linie erneut gefunden wird. Damit aber nicht

beliebig kleine Linien gefunden werden ist es nötig einen Schwellenwert für die Mindest-

gröÿe einer Konsensmenge einzuführen. Auf den normierten Bildern haben Schriftzeichen

mit der Linieneigenschaft eine Untergrenze von etwa 10 Pixel pro Linie. Der Schwellen-

wert wird entsprechend kon�guriert. Regressionsgeraden werden mit der Methode der

kleinsten Quadrate ermittelt und alle Strecken werden aus den Projektionen der Bild-

punkte auf die Gerade und suche nach genügend groÿen zusammenhängenden Segmenten

errechnet. Abschlieÿend müssen Linien und Strecken in einem Merkmalsvektor gespei-

chert werden, der Ähnlichkeiten zwischen verschiedenen Vektoren mit einem geeigneten

Abstandsmaÿ abbildet. Dafür werden Geraden als Vektor 2.3 mit ihren Polarkoordinaten

d und α gespeichert. Zur allgemeinen Vergleichbarkeit muss α so umgerechnet werden,

dass d immer positiv ist, was durch die Betragsstriche um |d| gekennzeichnet ist. Für den
Winkel α werden die Winkelfunktionswerte gespeichert, wodurch eine Standard L-Norm

als Abstandsmaÿ möglich wird. Bei einer einfachen Speicherung des Winkels ist das nicht

möglich, weil 0° und 360° einen erheblichen Abstand ergeben, obwohl die Geraden bei

gleichem d identisch sind.
−→
fL = [|d| , sinα, cosα] (2.3)

Strecken werden auf ähnliche Weise als Vektor 2.4 gespeichert. Zusätzlich wird hier noch

der Mittelpunkt (x, y) und die Länge der Strecke gespeichert.

−→
fS = [|d| , sinα, cosα, x, y, l] (2.4)

In Abbildung 2.6 sind einige Ergebnisse des modi�zierten RANSAC Algorithmus für Li-

nienerkennung zu sehen. Bei niedrigem Schwellenwert θminSize werden neben den Linien

mit vielen Pixeln teilweise auch Linien quer durch das Bild erkannt. Ein hoher Schwel-

lenwert reduziert die erkannten Linien deutlich auf die erwartete Menge. Zur Strecke-

nerkennung wird trotzdem ein niedriger Schwellenwert θminSize verwendet, damit auch
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Abbildung 2.6: Beispiele Linienextraktion mit θmaxDist = 1, 5: (a) Schwellenwert
θminSize = 4, (b) Schwellenwert θminSize = 9

kurze Strecken gefunden werden, wie Abbildung 2.7 zeigt. Falsche Ergebnisse, wie bei

der Linienerkennung, fallen durch die Streckenschwellenwerte raus.

Kreismerkmale werden analog zu den Linienmerkmalen mit Hilfe des modi�zierten

RANSAC Algorithmus extrahiert. Das Kreismodell wird durch drei Datenpunkte be-

schrieben, da ein Kreis durch drei Punkte eindeutig bestimmt ist, sofern sie nicht auf

einer Geraden liegen. Denkbar wäre auch ein Modell, bei dem ein Kreis durch die zwei

Endpunkte auf einer seiner Diagonalen beschrieben wird. Der Rechenaufwand wäre zwar

geringer, aber zwei solche Punkte zufällig zu tre�en ist sehr unwahrscheinlich und würde

entsprechend zu schlechten Ergebnissen führen. Anders als bei der Liniensuche kann bei

der Kreissuche der Schwellenwert θminSize nicht absolut vorgegeben werden. Die erwar-

tete Anzahl von Pixeln in einem Kreis ist abhängig von der Gröÿe des Kreises. Kleine

Kreise enthalten wenige Pixel und groÿe Kreise enthalten mehr. Ein kleiner absoluter

Schwellenwert führt dazu, dass auch langgezogene leicht gebogene Linien als sehr groÿe
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Algorithmus 2.1 modi�zierter RANSAC Algorithmus zur Streckenextraktion in Binär-
bildern

1 // I n i t i a l i s i e r u n g
2 L = {} // Menge der gefundenen Geraden
3 S = {} // Menge der Strecken
4 R = I // Menge fü r z u f ä l l i g e Punktauswahl
5
6 // mul t ip l e RANSAC Linienberechnung
7 u Wiederholungen :
8 Ltemp = {}
9 v Wiederholungen :
10 wähle z u f ä l l i g zwei Punkte p1, p2 ∈ R aus
11 bestimme Modell m (Gerade durch p1 und p2 )
12 bestimme Konsensmenge C ⊆ I
13 C = {p ∈ I | d(p,mp) ≤ θmaxDist,
14 mp ist Lotpunkt von p auf m}
15 |C| ≥ θminSize ?
16 bestimme Regre s s i onsge rade g mit C
17 Ltemp = Ltemp ∪ {(g, C)}
18
19 wähle l = (gl, Cl) ∈ Ltemp , mit |Cl| = max

l=(g,C)∈Ltemp

|C|

20 R = R \ Cl
21 L = L ∪ {l}
22
23
24 // Streckenberechnung auf L
25 fü r j ed e s l ∈ L
26 bestimme Lotpunkte p a l l e r c ∈ C von l = (g, C) auf g
27 s o r t i e r e Lotpunkte p au f s t e i g end
28 S = S ∪ {(pi, pj) | pi < pj ;
29 d(pi−1, pi) > θmaxGap;
30 d(pj , pj+1) > θmaxGap;
31 d(pi, pi+1), d(pi+1, pi+2), . . . , d(pj−1, pj) ≤ θmaxGap;
32 d(pi, pj) ≥ θminSeg}
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Abbildung 2.7: Beispiele Streckenextraktion mit Schwellenwerten θmaxDist = 1, 5,
θminSize = 4, θmaxGap = 2 und θminSeg = 4

Kreise erkannt werden. θminSize wird deswegen als relativer Wert θminSize/r vorgegeben

und zur Laufzeit in den passenden Wert θminSize, abhängig vom Radius des Kreiskandi-

daten, umgerechnet.

Ist (xm, ym) der Mittelpunkt eines Kreises mit Radius r, dann lässt sich aus der allge-

meinen Kreisgleichung 2.5 für einen beliebigen Kreispunkt (x, y) ein lineares Gleichungs-

system 2.6 für drei Kreispunkte (x1, y1), (x2, y2), (x3, y3) aufstellen.

(x− xm)2 + (y − ym)2 = r2

x2 − 2 · x · xm + x2
m + y2 − 2 · y · ym + y2

m = r2 (2.5)

 −1 x1 y1

−1 x2 y2

−1 x3 y3

 ·
 x2

m + y2
m − r2

2 · xm
2 · ym

 =

 x2
1 + y2

1

x2
2 + y2

2

x2
3 + y2

3

 (2.6)

Der Kreismerkmalextraktor bestimmt zufällig drei Punkte im Bild und löst mit ihnen

das Gleichungssystem, um einen Kreiskandidaten zu erhalten. Anschlieÿend wird die

Konsensmenge in einem Kreisring mit vorgegebener Breite 2 · θmaxDist und Radius des

Kandidaten ermittelt. Nach mehrfacher Wiederholung dieses Vorgangs wird der Kandi-

dat mit maximaler Konsensmenge ausgewählt und auf seiner Konsensmenge ein Kreis

mit der Methode der kleinsten Quadrate ausgeglichen, vorausgesetzt die Konsensmen-

ge war mindestens θminSize groÿ. Dieser Kreis entspricht dem ersten gefundenen Kreis.

Die Punkte seiner Konsensmenge werden aus der Menge zufällig wählbarer Punkte ent-

fernt, damit bei der nächsten Ausführung ein neuer Kreis gefunden werden kann. Zur

Bestimmung von Halbkreisen wird der Kreis-RANSAC mit herabgesetztem Schwellen-

wert θminSize ausgeführt und anschlieÿend ähnlich der Streckenextraktion ein zusam-
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Abbildung 2.8: Beispiele Voll- und Halbkreisextraktion: (a) keine Kreiserkennung bei ho-
hem und niedrigem Schwellenwert, (b) relativer Schwellenwert θminSize =
23/5 (Halbkreise), (c) relativer Schwellenwert θminSize = 28/5 (Vollkreise)

menhängendes Segment auf der Kreislinie von etwa einem halben Kreisumfang gesucht.

Die Speicherung der Merkmale erfolgt durch einen einfachen Vektor 2.7 mit Kreismittel-

punkt und Radius. Halbkreise (Vektor 2.8) werden zusätzlich mit dem Mittelpunkt und

der Länge des Streckensegments gespeichert.

−→
fC = [xm, ym, r] (2.7)

−−→
fHC = [xm, ym, r, xs, ys, ls] (2.8)

Wie zuverlässig der RANSAC Algorithmus für Kreise und Halbkreise funktioniert ist in

Abbildung 2.8 zu sehen, obwohl sie auch in Zeichen erkannt werden, von deren Grund-

struktur her es nicht zu erwarten ist, wie bei einer 4 oder einem A.
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2.3.2 Dreiecke, Rechtecke

Die in dieser Arbeit de�nierten Merkmale sind speziell auf die Charakteristiken latei-

nischer Schriftzeichen zugeschnitten. Im Hinblick auf Dreieck- und Rechteckmuster fällt

auf, dass diese nicht in allgemeiner Form vorkommen, sondern mit spezielleren Eigen-

schaften. Deshalb werden die allgemeinen De�nitionen von Dreiecken und Rechtecken

angepasst und im Folgenden gelten diese Festlegungen:

De�nition Ein Dreieck ist eine Struktur aus drei Strecken, wobei jeder Endpunkt

einer Strecke mit jeweils genau einem Endpunkt der beiden anderen Strecken verbunden

ist. Mindestens eine der drei Strecken ist waagerecht oder senkrecht und höchstens ei-

ne Strecke ist eine Phantomstrecke sein. Das bedeutet diese Strecke hat im Bild keine

Repräsentanten, es gibt also keine Vordergrundpixel auf dieser Strecke.

De�nition Ein Rechteck ist eine Struktur aus vier Strecken, wobei jeder Endpunkt

einer Strecke mit genau einem Endpunkt von zwei der drei anderen Strecken verbunden

ist. Genau eine der vier Strecken ist eine Phantomstrecke, was bedeutet diese Strecke

hat im Bild keine Repräsentanten, es gibt also keine Vordergrundpixel auf dieser Stre-

cke. Pixelrepräsentierte Strecken sind waagerecht oder senkrecht und gibt es unter ihnen

nur eine waagerechte, dann ist die Phantomstrecke auch waagerecht, andernfalls ist die

Ausrichtung der Phantomstrecke nicht spezi�ziert. Keine der Linien schneiden sich.

Da die De�nition der Rechtecke zulässt, dass unter bestimmten Umständen die Phan-

tomstrecke nicht rechtwinklig zu ihren Nachbarstrecken stehen muss, ist die Bezeichnung

Rechteck nicht ganz korrekt und müsste Viereck lauten. Die Bezeichnung Rechteck wird

aber beibehalten um den Sinn dieses Musters deutlich zu machen. Man könnte auÿerdem

die De�nition der Dreiecke noch enger fassen und nur rechtwinklige oder gleichschenklige

Dreiecke zulassen, der Einfachheit halber wird darauf aber verzichtet.

Dreiecke werden aus einem Binärbild mit Algorithmus 2.2 extrahiert, nachdem zuvor

alle Strecken mit dem Linienextraktor gesucht wurden. Der Algorithmus verwendet die

folgenden Parameter und Hilfsfunktionen:

S Menge aller Strecken im Ausgangsbild. Die Menge wird vor Ausführung des

Algorithmus mit den gefundenen Strecken des Linienextraktors initialisiert.

θmaxDist Maximaler Abstand zwischen zwei verbundenen Streckenendpunkten. Dieser

Schwellenwert gibt den Toleranzradius von Streckenendpunkten an. Punkte
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innerhalb dieses Radius von einem Punkt p sind mit p verbunden, andernfalls

nicht verbunden.

halfs(S) Funktion, die auf einer gegebenen Streckenmenge S alle Streckenhälften Sh
berechnet und zurückgibt. Streckenhälften sind:

Sh = {s′ = (p′b, p
′
e), s

′′ = (p′′b , p
′′
e) | ∃s = (pb, pe) ∈ S :

d(p′b, p
′
e) = d(p′′b , p

′′
e) =

d(pb, pe)

2
∧

pb = p′b ∧ p′e = p′′b ∧ p′′e = pe} (2.9)

thirds(S) Funktion, die auf einer gegebenen Streckenmenge S alle Streckendrittel St
berechnet und zurückgibt. Streckendrittel sind:

St = {s′ = (p′b, p
′
e), s

′′ = (p′′b , p
′′
e), s

′′′ = (p′′′b , p
′′′
e ) | ∃s = (pb, pe) ∈ S :

d(p′b, p
′
e) = d(p′′b , p

′′
e) = d(p′′′b , p

′′′
e ) =

d(pb, pe)

3
∧

pb = p′b ∧ p′e = p′′b ∧ p′′e = p′′′b ∧ p′′′e = pe} (2.10)

d(p1, p2) Distanzfunktion, die den euklidischen Abstand zwischen den Punkten p1 und

p2 berechnet.

angleCriterion(s1, s2, s3) Boole'sche Funktion, die das Ausrichtungskriterium für Drei-

eckseiten auf drei Strecken überprüft. Rückgabe ist wahr, wenn mindestens

eine der drei Strecken waagerecht oder senkrecht ist, andernfalls falsch. Eine

Strecke ist waagerecht oder senkrecht, wenn ihr Winkel 0°±θ oder 90°±θ, mit

vorgegebenem θ, beträgt.

createPhantom(s1, s2) Funktion, die eine Phantomstrecke zwischen den gegebenen Stre-

cken s1 und s2 erzeugt und zurückgibt. Anfangspunkt der Phantomstrecke

ist der nicht mit s2 verbundene Punkt von s1 und Endpunkt ist der nicht mit

s1 verbundene Punkt von s2.

Nach der Initialisierung der Streckenmenge mit dem Linienextraktor wird die Menge als

erstes um alle Streckenhälften (vgl. Menge 2.9) und Streckendrittel (vgl. Menge 2.10)

erweitert. Das ist notwendig, weil viele Dreiecke einen Endpunkt in der Mitte von den

Linienzügen der Schriftzeichen haben, wie beispielsweise beim X der Fall. Es werden

dafür künstliche Strecken eingefügt, die die Originalstrecken in zwei oder drei gleichlan-

ge Segmente aufteilen. Bei Betrachtung der Schriftzeichen mit vorkommendem Dreieck-

merkmal fällt auf, dass Dreieckendpunkte entweder auf der Hälfte oder einem Drittel
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zwischen den Endpunkten der Strecken liegen, weswegen diese Vereinfachung möglich

ist. Korrekter wäre es die Schnittpunkte der Originalstrecken zu berechnen. Anschlie-

ÿend sucht der Algorithmus für jede Strecke in der Menge aller Strecken ihre Nachbarn

und prüft, ob sich aus diesen ein gültiges Dreieck zusammensetzen lässt, notfalls auch

mit einer Phantomstrecke. Wird ein solches Dreieck gefunden, das keine bereits besuch-

te Seite enthält, dann wird es der Ergebnismenge hinzugefügt. Jedes Dreieck wird in

einem Merkmalsvektor 2.11 gespeichert, der den Mittelpunkt (x, y) und Radius r des

umschlieÿenden Kreises, sowie zwei Winkelverhältnisse v1, v2 und den Rotationswinkel δ

des Dreiecks enthält. Abbildung 2.9 zeigt den Zusammenhang der Vektorwerte. Werden

die Schnittwinkel der Winkelhalbierenden absteigend sortiert (α < β < γ), dann sind

die Verhältnisse v1 und v2 ein Ähnlichkeitsmaÿ für Dreiecke, bis auf Skalierung, Rota-

tion und Ort. Sie geben die Verhältnisse der Seitenlängen zueinander an. Ähnlichkeit

der Skalierung und des Ortes wird über den Umkreis mit (x, y) und r bestimmt. Die

Rotation des Dreiecks gibt der Winkel δ an und muss wie bei den Linienvektoren über

seine Winkelfunktionswerte gespeichert werden. Diese Darstellung des Dreieckmerkmals

erlaubt Ähnlichkeit über die Standardabstandsfunktion zu berechnen, wenn zwei zu ver-

gleichende Dreiecke nicht gleichseitig sind. In diesem Spezialfall sind Mittelpunkt des In-

und Umkreises dieselben, was die Bestimmung der Rotation nicht mehr möglich macht.

Da in Schriftzeichen keine gleichseitigen Dreiecke vorkommen, ist der Umstand vernach-

lässigbar, dass alle gleichseitigen Dreiecke, die sich am selben Ort be�nden und dieselbe

Gröÿe haben mit beliebigem Rotationswinkel als identisch betrachtet werden.

−→
fT = [x, y, r, v1, v2, sin δ, cos δ] (2.11)

v1 = α

v2 =
β

β + γ

Rechtecke werden auf vergleichbare Weise gesucht. Unterschiede bestehen hier in der

Tiefe der Nachbarschaftssuche, sowie dem Phantomstrecken- und Ausrichtungskriteri-

um. Jedes erfolgreich ermittelte Rechteck enthält genau eine Phantomstrecke und alle

Realstrecken sind waagerecht oder senkrecht. Lediglich die Phantomstrecke muss nicht

waagerecht sein, wenn das Rechteck bereits zwei waagerechte Strecken hat. Rechtecke
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Algorithmus 2.2 Dreieckextraktion anhand vorberechneter Strecken

1 // I n i t i a l i s i e r u n g
2 T = {} // Menge der gefundenen Dre iecke
3 V = {} // Menge b e r e i t s besuchter Strecken
4
5 // S wird i n i t i a l i s i e r t mit Strecken von L in i enex t r ak to r
6 S = S ∪ h a l f s (S ) ∪ t h i r d s (S )
7
8 fü r j ed e s s = (pb, pe) ∈ S
9 S = S ∪ {s}
10 Sb = {s′ = (p′b, p

′
e) ∈ S | s 6= s′,

11 d(pb, p
′
b) ≤ θmaxDist ∨ d(pb, p

′
e) ≤ θmaxDist}

12 Se = {s′′ = (p′′b , p
′′
e) ∈ S | s 6= s′′,

13 d(pe, p
′′
b ) ≤ θmaxDist ∨ d(pe, p

′′
e) ≤ θmaxDist}

14
15 fü r j ed e s s′ ∈ Sb
16 s′ ∈ V ?
17 cont inue
18
19 ∃p′ ∈ s′ : ∃p′′ ∈ s′′ ∈ Se : d(p′, p′′) ≤ θmaxDist ?
20 Se = Se \ {s′′}
21
22 s′′ ∈ V ?
23 cont inue
24
25 ang l eC r i t e r i on (s, s′, s′′ ) ?
26 T = T ∪ {(s, s′, s′′)}
27 sons t
28 sp = createPhantom (s, s′ )
29 ang l eC r i t e r i on (s, s′, sp ) ?
30 T = T ∪ {(s, s′, sp)}
31
32 fü r j ed e s s′′ ∈ Se
33 s′′ ∈ V ?
34 cont inue
35 sp = createPhantom (s, s′′ )
36 ang l eC r i t e r i on (s, sp, s′′ ) ?
37 T = T ∪ {(s, sp, s′′)}
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Abbildung 2.9: Dreieckparameter

Abbildung 2.10: Beispiele Dreieck- und Rechteckextraktion mit Markierung der Phan-
tomstrecke: (a) Dreiecke, (b) Rechtecke

werden als Merkmalsvektor 2.12 mit ihrem Mittelpunkt und den beiden Ausdehnungen

gespeichert.
−→
fR = [x, y, width, heigth] (2.12)

Durch die Teilung der erkannten Strecken in halbe und drittel Abschnitte werden mit-

unter sehr viele Dreiecke oder Rechtecke erkannt. Abbildung 2.10 zeigt einige Beispiele,

bei denen nicht alle gefundenen Strukturen eingeblendet sind.
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2.3.3 Geschlossene Innenräume

De�nition Ein geschlossener Innenraum ist eine Menge aneinander angrenzender

Hintergrundpixel, die komplett von Vordergrundpixel umschlossen sind. Keiner der Hin-

tergrundpixel grenzt an den Bildrand.

Zur Identi�kation aller geschlossenen Innenräume muss es einen eindeutigen Rand aus

Hintergrundpixel geben. Deswegen wird jedes Bild zur Vorbereitung auf die Extraktion

mit einem ein Pixel breiten Rand aus weiÿen Pixel vergröÿert. In [23] wird ein Verfahren

für die Umwandlung von Binärbildern in eine Repräsentation ihrer Grenzlinien3 vorge-

stellt. Jedes Binärbild enthält genau zwei Klassen von Zusammenhangskomponenten,

Vordergrundkomponenten (1-Pixel) und Hintergrundkomponenten (0-Pixel), wobei die

Zusammenhangskomponenten jeweils von genau einer Auÿen- und genau einer Innen-

grenze umschlossen sind. Dadurch entsteht eine 1:1 Beziehung zwischen den Zusammen-

hangskomponenten und den Grenzen im Bild. Ergebnis des Algorithmus ist ein Struktur-

baum benachbarter Vorder- und Hintergrundkomponenten beziehungsweise benachbarter

Auÿen- und Innengrenzen. Über diesem Baum sind topologische Strukturanalysen wie

das Au�nden geschlossener Innenräume möglich. Im Grenzbaum enthält jeder Knoten

die Liste der ihn repräsentierenden Grenzpixel. Dieser Baum wird mit Tiefensuche bis zu

allen ersten Innengrenzen traversiert, die jeweils einen geschlossenen Innenraum darstel-

len. Es wird nicht tiefer gesucht, weil Schriftzeichen keine verschachtelten geschlossenen

Innenräume enthalten. Das heiÿt es gibt in Buchstaben und Zi�ern keine geschlossenen

Innenräume, die selbst wieder eine Vordergrundkomponente mit geschlossenem Innen-

raum einschlieÿen. Abschlieÿend wird der Schwerpunkt, die einnehmende Fläche und die

gröÿte Ausdehnung in x- und y-Richtung für jeden Innenraum einzeln als Merkmalsvektor

2.13 gespeichert.
−−−→
fHole = [x, y, a, width, heigth] (2.13)

Mit einer passenden Vorverarbeitungskette, die eine morphologische Schlieÿungsoperati-

on einschlieÿt, lassen sich geschlossene Innenräume sehr zuverlässig �nden. In Abbildung

2.11 ist zu sehen, dass die verschiedenen Zeichen deutliche Unterschiede in den Eigen-

schaften der geschlossenen Innenräume aufweisen, was für die Clusterbildung im Entschei-

dungsbaum notwendig ist. Obwohl die Innenräume der 0 und 4 denselben Schwerpunkt

haben, unterscheiden sich die eingeschlossenen Flächen erheblich.

3Kette zusammenhängender Vordergrundpixel, die jeweils mindestens einen Hintergrundpixel als Nach-
bar haben oder umgekehrt.
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Abbildung 2.11: Beispiele geschlossener Innenräume mit Schwerpunkt und Flächenanga-
be.

2.3.4 Ö�nungen (N, O, S, W)

Jede Zusammenhangskomponente, deren Objektrand4 nicht vollständig auf ihrer kon-

vexen Hülle liegt, hat mindestens eine Ö�nung. Solche Ö�nungen sind auch dadurch

gekennzeichnet, dass beim Ablaufen des Objektrandes sowohl positive als auch negative

Richtungsänderungen auftreten, das heiÿt Richtungsänderungen nach links und rechts

im Kettencode der Kontur [24]. Mit Ö�nung sind genau diese Einbrüche im Objektrand

bezüglich der konvexen Hülle gemeint. Auÿer Schriftzeichen wie dem O oder der 0, wei-

sen alle solche Ö�nungen auf. Im Sinne des Ö�nungsmerkmals wird nur eine Teilmenge

der Ö�nungen mit einer einschränkenden De�nition betrachtet.

De�nition Betrachtet man alle aus einer Himmelsrichtung H sichtbaren Pixel des

Objektrandes, so begrenzt jedes Pixelpaar p1, p2 eine Ö�nung, für das die folgenden Ei-

genschaften gilt:

� p1 und p2 haben den gleichen Abstand d vom Bildrand H

� alle zwischen p1 und p2 liegenden Pixel haben einen gröÿeren Abstand als d von H

� mindestens einer der beiden Pixel, die an p1 und p2 grenzen aber nicht zwischen

diesen liegen, hat einen gröÿeren Abstand als d von H

Abbildung 2.12 ist ein Beispiel für Ö�nungen aus Richtung Westen. Es ist zu sehen,

dass nach dieser De�nition nicht jeder Einbruch in der konvexen Hülle eine Ö�nung ist.

Die oberste Einbuchtung des Linienzuges im Beispiel ist keine Ö�nung. Solche schrä-

gen Einbuchtungen kommen in Schriftzeichen nicht vor und erschweren die Erkennung,

4Der Objektrand einer Zusammenhangskomponente ist die oberste beziehungsweise erste Auÿengrenze
im topologischen Strukturbaum (vgl. Abschnitt 2.3.3). Sie beschreibt den Auÿenrand der Zusammen-
hangskomponente.
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Abbildung 2.12: Ö�nungsmerkmal aus Richtung Westen.

weswegen die Beschränkung in der De�nition auf die vier Himmelsrichtungen gemacht

wird.

Zur Vorbereitung auf die Ö�nungssuche wird jedes Bild mit einem Rand aus Hinter-

grundpixel erweitert. Der Algorithmus 2.3 verwendet eine Sweep-Line5 Technik und setzt

voraus, dass die Sweep-Line an ihren Rändern immer 0-Pixel hat. Um Ö�nungen aus al-

len vier Himmelsrichtungen zu �nden, wird der Algorithmus für jede um 90° gedrehte

Version des Ausgangsbildes mit folgenden Parametern ausgeführt:

I(x, y) Bildfunktion, die für zwei Ortskoordinaten den Pixelwert liefert.

θminDepth Mindesttiefe, die eine Ö�nung haben muss, um als solche akzeptiert zu wer-

den.

Zu Beginn wird ein Sweep-Line Array von der Gröÿe Bildhöhe × 1 mit 0 initialisiert.

Grundidee ist die Sweep-Line von links nach rechts über das Bild zu schieben und da-

bei alle Vordergrundpixel mit einer ODER Operation aufzusammeln. Durch Analyse

zusammenwachsender 0-1 und 1-0 Übergänge in der Sweep-Line werden alle Ö�nungen

gefunden. Überschreitet eine Ö�nungen den Schwellenwert θminDepth in seiner horizonta-

len Ausdehnung nicht, dann wird sie abgelehnt. Jede Ö�nung wird anschlieÿend in einem

5Bei einer Sweep-Line handelt es sich um eine gedachte Gerade, die in einer festen Richtung über das
Bild geschoben wird. Ähnlich einem Seitenscanner werden in jedem Iterationsschritt nur die Pixel
berücksichtigt, die sich gerade unter der Sweep-Line be�nden.
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Abbildung 2.13: Beispiele verschiedener Ö�nungen.

Merkmalsvektor 2.14 mit ihrem Schwerpunkt (x, y), ihrer Breite width (vertikale Aus-

dehnung) und Tiefe depth (horizontale Ausdehnung) gespeichert und je Merkmalsklasse

Norden, Osten, Süden und Westen zurückgegeben.

−−−−−→
fOpening = [x, y, width, depth] (2.14)

Abbildung 2.13 zeigt einige typische Zeichen mit den erkannten Ö�nungen.

2.3.5 Merkmale im Skelettgraphen

Skelettmerkmale lassen sich direkt aus einem Skelettgraphen ablesen. Deshalb wird für

die Extraktion der hier de�nierten Merkmale Ende, Kreuzung, Kreis und Einzellinie zu-

vor der Skelettgraph auf dem Ausgangsbild berechnet. Der hier vorgestellte Algorithmus

setzt voraus, dass das Binärbild in skelettierter Form mit Linienbreiten nicht dicker als

1 Pixel vorliegt. Findet sich im Bild ein 2 × 2 groÿer Pixelbereich mit Vordergrund,

dann bricht der Algorithmus ab. Eine Vorverarbeitung mit Skelettierungsalgorithmen

wie MB Thinning ist nicht möglich. Der Zhang-Suen Algorithmus garantiert hingegen

diese Eigenschaft und ist deswegen geeignet zur Vorverarbeitung für die Erstellung des

Skelettgraphen. Alternativ könnte das Pixelbild auch vektorisiert [25] und daraus der

Skelettgraph berechnet werden. Da aber die Skelettierung ohnehin für andere Merkmal-

sextraktoren erstellt werden muss, die auf einem Vektorbild nicht arbeiten können, ist

der hier verwendete Algorithmus deutlich einfacher und schneller.

Algorithmus 2.4 ist ein rekursiver Algorithmus, der an einem beliebigen Vordergrund-

pixel startet. Von diesem ausgehend wird das gesamte Pixelbild über seine Nachbarschaft

erschlossen, indem Kanten zu Nachbarn hinzugefügt werden und dann mit den Nachbarn

genauso verfahren wird. Die Knotenmenge des Graphen wird mit allen Vordergrundpixel

initialisiert und die Kantenmenge ist leer. In Abbildung 2.14 sind alle 8 Fälle der rech-

ten oberen Ecke einer 3 × 3 Nachbarschaft zu sehen. Es werden nicht in jedem Fall alle

Nachbarn besucht. Der diagonale Nachbar wird nur bei der Nachbarschaft 2.14(c) direkt
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Algorithmus 2.3 Ö�nungssuche aus Richtung Westen

1 // I n i t i a l i s i e r u n g
2 H = {} // Menge der gefundenen Öffnungen
3
4 // h−Tupel en thä l t d i e s uk z e s s i v e veroder ten Vordergrundpixe l
5 // (ODER Sweep−Line ) ; h i s t Bildhöhe
6 S = (s1, . . . , sh) = (0, . . . , 0)
7
8 // ab lau fen der B i l d spa l t en
9 fü r x = 1 . . . w
10 fü r y = 1 . . . h
11 sy = sy ∨ I(x, y)
12
13 // a l l e Übergänge f inden (I muss l e e r e n Rand haben ) ;
14 // T i s t s o r t i e r t e L i s t e mit I nd i z e s (y−Koordindate )
15 // der 0−1 oder 1−0 Übergänge , es g i l t : |T | mod 2 = 0
16 T = [t ∈ {1 . . . h− 1} | st 6= st+1]
17 T = s o r t (T )
18 nholes = |T | ÷ 2− 1
19
20 fü r i = 1 . . . nholes
21 t1 = T (2i) // Star t a k t u e l l e Öffnung
22 t2 = T (2i+ 1) // Ende ak t u e l l e Öffnung
23
24 xlasth = −1
25 ∃(xh, yh, width, depth) ∈ H : t1 > y, t2 < y + width ?
26 depth = depth+ 1
27
28 // Aufspaltung von Öffnungen
29 xlasth = xh ?
30 H = H ∪ {(xh, t1, yh + width− t1, depth)}
31 width = T (2i− 1)− yh
32
33 xlasth = xh
34 sons t
35 H = H ∪ {(x, t1, t2 − t1, 1)}
36
37 // H be r e i n i g en von Öffnungen mit zu g e r i n g e r E ind r i ng t i e f e ,
38 // sowie von ungesch los senen Öffnungen
39 H = H \ {(x, y, width, depth) ∈ H | depth < θminDepth ∨
40 ∃i ∈ {y . . . y + width} : si = 0}
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Abbildung 2.14: Erster Teil der Einfügeoperationen für Kanten in der 3×3 Nachbarschaft:
(a) nichts tun, (b,d,f) alle Nachbarn besuchen, (c) diagonalen Nachbar
besuchen, (e,g) waagerechten und senkrechten Nachbar besuchen, dia-
gonalen Nachbar nicht besuchen, (h) Fehler, Abbruch des Algorithmus

besucht. In den beiden anderen Fällen 2.14(e) und 2.14(g), wo es neben dem diagonalen

Nachbar auch noch einen waagerechten oder senkrechten gibt, wird dieser nicht besucht.

Das geschieht erst beim rekursiven Aufruf der Funktion an dem waagerechten oder senk-

rechten Nachbar. Auf diese Weise ist sichergestellt, dass es keine zwei Pfade zu einem

diagonalen Nachbarn gibt, wodurch Minikreise entstehen würden. Fälle 2.14(b), 2.14(d)

und 2.14(f) werden vollständig abgearbeitet, das heiÿt jeder Nachbar wird besucht, in Fall

2.14(a) ist nichts zu tun und Fall 2.14(h) führt zum Fehler. Mit den 3 verbliebenen Ecken

der 3 × 3 Nachbarschaft wird nach 90° Drehungen genauso verfahren. Dadurch werden

eventuell mehrfach Einfügeoperationen für bereits vorhandene Kanten ausgeführt, was

auf einer Menge aber kein Problem darstellt.

Nachdem alle Knoten besucht wurden liegt ein Graph vor, in dem jeder Bildpunkt

als Knoten vertreten ist und die entsprechenden Kanten dazwischen. Abbildung 2.15(b)

veranschaulicht diesen Graphen. Er wird mit Hilfe der prune(E, I) Funktion noch verein-

facht (vgl. Abbildung 2.15(c)), um einerseits alle uninformativen Knoten zu entfernen und

andererseits Kreuzungsfehler zu beheben. Da nur Knoten n mit Grad(n) = 1 (Enden)

und Grad(n) > 2 (Kreuzungen) gesucht werden, können alle Knoten n mit Grad(n) = 2

entfernt und die Nachbarn direkt miteinander verbunden werden. An Kreuzungspunkten

im Pixelbild kann im Graphen ein Verzerrungsfehler auftreten, wenn die Kreuzung nicht

ausschlieÿlich aus waagerechten und senkrechten oder nicht ausschlieÿlich aus diagona-

len Pixeln in der 3 × 3 Nachbarschaft besteht, wie in Bild 2.15(a,b) zu sehen ist. Aus

diesem Grund wird jeder Pfad p zwischen zwei Kreuzungen gelöscht, der nur aus Knoten

vom Grad 2 besteht und dessen Länge l ≤ θmaxDist ist. Die Kreuzungsknoten werden

zu einem Knoten verschmolzen, der alle verbliebenen ausgehenden Kanten der beiden
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Algorithmus 2.4 Erstellung Skelettgraph

1 // I n i t i a l i s i e r u n g
2 // Knotenmenge i s t d i e Menge der Vordergrundpixe l p = (x, y) ∈ I
3 E = {} // Kantenmenge
4
5 ∃p ∈ I ?
6 v i s i t (p,E, I )
7
8 prune (E, I )
9
10
11 // De f i n i t i o n r eku r s i v e Funktion
12 funkt ion : v i s i t (p = (x, y), E, I )
13 Vpending = {}
14
15 fü r a l l e (xdir, ydir) ∈ {(+1,+1), (−1,+1), (−1,−1), (+1,−1)}
16 p1 = (x+ xdir, y)
17 p2 = (x, y + ydir)
18 p3 = (x+ xdir, y + ydir)
19
20 p1 ∈ I ∧ p2 ∈ I ∧ p3 ∈ I ?
21 e r r o r !
22
23 p3 ∈ I ∧ p1 /∈ I ∧ p2 /∈ I ?
24 @e ∈ E : p3 ∈ e ?
25 Vpending = Vpending ∪ {p3}
26 E = E ∪ {{p, p3}}
27 sons t
28 p1 ∈ I ?
29 @e ∈ E : p1 ∈ e ?
30 Vpending = Vpending ∪ {p1}
31 E = E ∪ {{p, p1}}
32 p2 ∈ I ?
33 @e ∈ E : p2 ∈ e ?
34 Vpending = Vpending ∪ {p2}
35 E = E ∪ {{p, p2}}
36
37 fü r a l l e ppending ∈ Vpending
38 v i s i t (ppending, E, I )
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Abbildung 2.15: Beispiel Grapherstellung: (a) Kreuzung im Pixelbild, (b) vollständiger
Graph mit Verzerrung der Kreuzung, (c) vereinfachter Graph

Kreuzungen verbindet. Der Schwellenwert θmaxDist ist streng genommen 2 für das Ver-

zerrungsproblem, kann aber auch toleranter eingestellt werden, um auseinander gezogene

Kreuzungen im Pixelbild zusammenwachsen zu lassen. Bei Ausgangsbildern mit dicken

Pixellinien, zeigen die Skelettierungsalgorithmen dieses Problem. Ein Schwellenwert von

θmaxDist = 6 hat sich als ziemlich zuverlässig herausgestellt. Zeichen wie das X und die

8 erhalten zuverlässig eine Kreuzung im Graphen, während die beiden Kreuzungen vom

Buchstaben B trotzdem erhalten bleiben. Die Verzerrungsentfernung muss vor der Kno-

tenentfernung durchgeführt werden, weil sonst alle Kreuzungen zusammenwachsen. Nach

Entfernung aller Knoten vom Grad 2 ist nämlich jede Kreuzung mit genau einer Kante

verbunden und der Pfad zwischen diesen mit Länge 1 wäre kürzer als der Schwellenwert

θmaxDist.

In dem vereinfachten Graph lassen sich die gesuchten Merkmale nun einfach ablesen.

Jeder Knoten ist entweder ein Ende oder eine Kreuzung und wird in Vektor 2.15 gespei-

chert. Enden sind Kreuzungen mit Grad 1.

−−−−−−−→
fIntersection = [x, y, degree] (2.15)

Kreise werden mit Knotenmarkierung und Tiefensuche beginnend an einem beliebigen

Ende gefunden. Hat ein Graph genau 2 Knoten und eine Kante zwischen diesen, dann war
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Abbildung 2.16: Beispiele vereinfachter Skelettgraphen mit Gradzahlbeschriftung der
Knoten.

das Pixelbild eine Einzellinie. Kreise und Einzellinienmerkmal werden als quantitative

Merkmale mit diskreten Werten in einem 1-dimensionalen Vektor gespeichert, Kreise mit

der Anzahl auf ihnen liegender Knoten (vgl. Vektor 2.16) und Einzellinien als einfacher

boole'scher Vektor 2.17 repräsentiert mit den natürlichen Zahlen 0 und 1.

−−−−−−−−→
fGraphCircle = [nodes] (2.16)
−−−−−−−→
fSingleLine = [0 | 1] (2.17)

Das Merkmal Einzellinie ist ein redundantes Merkmal, da die Information auch im Ende-

und Kreuzungsmerkmal steckt. Sie wird aber in diesem Vektor vom Ort abstrahiert

und bietet damit gewisse Vorteile im Entscheidungsbaum, wie sich später zeigen wird.

Abbildung 2.16 zeigt neben einer Einzellinie auch Beispiele mit Kreisen und Kreuzung.

2.3.6 Symmetrie

Um ein Maÿ für die Symmetrie eines Zeichens anzugeben muss zunächst die Frage nach

der Symmetrieachse gestellt werden. Bei Betrachtung symmetrischer lateinischer Buch-

staben und arabischer Zahlen fällt auf, dass diese entweder symmetrisch in horizontaler

oder vertikaler Ausrichtung sind und die Symmetrieachse in der Mitte liegt. Da keine ver-

zerrten oder geneigten Zeichen erwartet werden und alle nach der Normierung zentriert

sind, wird die Symmetrieachse in der Bildmitte angenommen, um so einen vergleichbaren

Symmetriewert zu berechnen. Eine einfache Partnerpixelsuche um die Symmetrieachse

herum führt bei digitalisierten und skelettierten Binärbildern zu sehr schlechten Ergeb-

nissen, da selten Partnerpixel sich noch genau gegenüber liegen. Deswegen werden zwei

Toleranzen eingeführt. Algorithmus 2.5 wird zum einen mehrfach mit Symmetrieachsen

im Intervall xsym = Iwidth ± δwidth ausgeführt und der höchste Symmetriewert ausge-

wählt. Zum anderen werden Pixelpartnerschaften nicht streng, sondern in einer kleinen
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Algorithmus 2.5 Berechnung der horizontalen Symmetrie

1 // I n i t i a l i s i e r u n g
2 v = 0
3 n = 0
4
5 fü r y = 1 . . . height(I)
6 P = {x ∈ {1 . . . width(I)} | I(x, y) = 1}
7 n = n+ |P |
8
9 fü r j ed e s x ∈ P
10 xcorr = xsym + (xsym − x)
11
12 xcorr = x ∨ I(xcorr, y) = 1 ?
13 v = v + 1
14 cont inue
15
16 I(xcorr − 1, y) = 1 ∨ I(xcorr + 1, y) = 1 ?
17 v = v + vtolerance
18
19 // Symmetrie i s t du r c h s c hn i t t l i c h e r Vote
20 s = v/n

Nachbarschaft gesucht und bewertet. Abbildung 2.17 zeigt, dass der Algorithmus für

jeden Pixel ein Symmetriemaÿ ermittelt. Be�ndet sich auf der gegenüberliegenden Sei-

te eines Pixels p auch ein Pixel, so ist die Symmetriestärke v von p gleich 1. Existiert

dort kein Pixel, aber in der direkten horizontalen Nachbarschaft mindestens einer, dann

ist die Symmetriestärke v von p gleich vtolerance. Mit diesen beiden Änderungen wird

der Algorithmus unemp�ndlicher gegenüber Rauschen. Werte für horizontale (sh) und

vertikale (sv) Symmetrie werden durch Drehung des Ausgangsbildes errechnet und in

Merkmalsvektor 2.18 gespeichert.

−−−→
fSym = [sh, sv] (2.18)

Werte von etwa 55% bis 65% für symmetrische Zeichen und 15% bis 25% für unsymme-

trische Zeichen haben sich bei Versuchen gezeigt, wie in Abbildung 2.18 beispielhaft zu

sehen ist.
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Abbildung 2.17: Ermittlung des Symmetriemaÿ für Pixel

Abbildung 2.18: Symmetriebeispiele: (a) schlechte Symmetrie in beiden Richtungen,
(b) gute Symmetrie nur in vertikaler Richtung, (c) gute beidseitige Sym-
metrie

2.3.7 Relative Fläche

Um vergleichbare Verhältnisse zu scha�en wird jedes Ausgangsbild vor der Berechnung

der relativen Fläche skelettiert und ohne Erhaltung der Seitenverhältnisse normalisiert.

Algorithmus 2.6 berechnet auf dem normalisierten Bild die relative Fläche a durch das

Verhältnis von Vordergrundpixel zur Gesamt�äche und speichert sie in Merkmalsvektor

2.19.
−→
fA = [a] (2.19)

Abbildung 2.19 zeigt, dass Unterschiede in den Flächenwerten von bis zu 50% für ver-

schiedene Zeichen existieren.

2.3.8 Schwerpunkt

Analog zur relativen Fläche wird vor der Berechnung des Zeichenschwerpunkts jedes Bild

skelettiert und normiert. Algorithmus 2.7 berechnet dann auf dem Bild das arithmetische

Mittel in x- und y-Richtung und speichert es in Merkmalsvektor 2.20.

−−−−−→
fCentroid = [x, y] (2.20)



2.3. Extraktoren Seite 40

Algorithmus 2.6 Berechnung der relativen Fläche

1 // I n i t i a l i s i e r u n g
2 a = 0 // Wert der r e l a t i v e n Fläche
3
4 // Aufsummieren a l l e r H e l l i g k e i t sw e r t e
5 fü r x = 1 . . . width(I)
6 fü r y = 1 . . . height(I)
7 a = a+ I(x, y)
8
9 // über v o l l s t ä nd i g a u s g e f ü l l t e s Bi ld normieren
10 a = a÷ (width(I) · height(I))

Abbildung 2.19: Typische Beispiele relativer Flächenwerte.
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Algorithmus 2.7 Berechnung des Zeichenschwerpunktes

1 // I n i t i a l i s i e r u n g
2 C = (cx, cy) = (0, 0) // Schwerpunkt
3 npixel = 0 // Zähler Vordergrundpixe l
4
5 // a l l e P ixe lkoord inaten werden anhand i h r e s
6 // He l l i g k e i t sw e r t e s zum Schwerpunkt add i e r t
7 fü r x = 1 . . . width(I)
8 fü r y = 1 . . . height(I)
9 cx = cx + (x ∗ I(x, y))
10 cy = cy + (y ∗ I(x, y))
11 npixel = npixel + I(x, y)
12
13 // über v o l l s t ä nd i g a u s g e f ü l l t e s Bi ld normieren
14 cx = cx ÷ npixel
15 cy = cy ÷ npixel



Kapitel 3

Bewertungsbaum

Klassische Entscheidungsbäume [26, 27] haben das Problem starre Entscheidungen auf

Grundlage eines Merkmals zu tre�en. Diese Eigenschaft kann nicht die Anforderung der

Fehlertoleranz zwischen den Merkmalen erfüllen, weswegen das Modell zu einem Bewer-

tungsbaum modi�ziert wird. Ein Entscheidungsbaum tri�t auf Grundlage des Merkmals

am Knoten eine Entscheidung und bleibt dabei. Insbesondere ändert sich diese Entschei-

dung auch nicht bei mehrfachem Durchlaufen des Baumes. Der Bewertungsbaum tri�t

aufgrund einer kindabhängigen Wahrscheinlichkeitsverteilung eine Pfadwahl. Dadurch ist

es möglich, das bei mehrfachem Durchlaufen des Baumes nicht immer der gleiche Pfad

gewählt wird. Dieser E�ekt ist beabsichtigt.

Das Prinzip der Objektde�nition über seine Eigenschaften erfordert, dass Merkma-

le erstens aus unterschiedlichen Merkmalsräumen und zweitens in beliebiger Anzahl als

Objektbeschreibung zugelassen werden. Gerade bei Buchstaben und Zi�ern in Pixelbil-

dern ist es wenig wahrscheinlich, dass ein universelles Merkmal existiert, auf das man

die Bildinformation reduzieren kann, um anhand dessen eine Klassi�kation durchzufüh-

ren. Da der Bewertungsbaum auch die Welt berücksichtigt, ohne jemals Beispiele dafür

präsentiert zu bekommen, muss die Merkmalsmenge so gewählt werden, dass alle zu

erkennenden Objekte vollständig spezi�ziert werden können (vgl. Abschnitt 2.1).

3.1 Agglomerative Clusterbildung

Bei der Erstellung des Bewertungsbaumes wird für jeden Knoten eine Clusteranalyse

auf allen vorkommenden Merkmalen eines bestimmten Typs in der Trainingsmenge aus-

geführt. Es sollen dabei keine Cluster abhängig von den Klassen der einzelnen Merk-

male gefunden werden, sondern lediglich Häufungen der Merkmale im entsprechenden

Merkmalsraum. Um diese versteckten Strukturen aufzudecken wird ein Verfahren mit

42



3.1. Agglomerative Clusterbildung Seite 43

unsupervised learning1 benötigt. Hierarchische Clusteranalyseverfahren [28, 29] erfüllen

diese Anforderung. Sie werden unterteilt in teilende und anhäufende Verfahren. Wäh-

rend Verfahren mit teilendem (divisive) Ansatz von einem groÿen Cluster ausgehen, was

nach bestimmten Kriterien immer weiter zerlegt wird, beginnen anhäufende (agglome-

rative) Verfahren mit einem Cluster pro Datenpunkt und lassen diese nach und nach

zusammenwachsen. Für die Knoten des Bewertungsbaumes wird die einfache agglome-

rative Clusterbildung verwendet. Sie bietet den Vorteil über verschiedene Parameter die

Clusterbildung beein�ussen zu lassen und sehr einfach zu sein. Geschwindigkeitsnach-

teile durch die Laufzeit O(n2) können vernachlässigt werden, weil die Datenmengen pro

Knoten nicht allzu groÿ sind und die Clusteranalyse nur beim Training des Baumes nicht

aber bei seiner Verwendung zur Zeichenerkennung durchgeführt werden muss. Partitio-

nierende Clusteranalyseverfahren [30] sind ungeeignet, weil die Anzahl der Cluster zuvor

bekannt sein muss.

Die agglomerative Clusteranalyse beginnt mit der Zuweisung jedes Datenpunktes zu

jeweils einem eigenen Cluster. Iterativ wachsen nun nach und nach die Cluster zusam-

men, bis alle Datenpunkte einem groÿen Cluster angehören oder ein entsprechendes

Abbruchkriterium eintritt. Für die Entscheidung welche zwei Cluster C1 und C2 aus

der Clustermenge C im aktuellen Iterationsschritt zu dem neuen Cluster Cunion zusam-

menwachsen gibt es verschiedene Strategien. Üblich sind die beiden Distanzfunktionen

single-linkage (vgl. Menge 3.1) und complete-linkage (vgl. Menge 3.2) mit einer Abstands-

funktion d(c1, c2), für die hier eine L-Norm verwendet wird.

Cunion =

c ∈ C1 ∪ C2 | C1 ∩ C2 = ∅, min
C1⊂C
C2⊂C

 min
c1∈C1
c2∈C2

{d(c1, c2}


 (3.1)

Cunion =

c ∈ C1 ∪ C2 | C1 ∩ C2 = ∅, min
C1⊂C
C2⊂C

max
c1∈C1
c2∈C2

{d(c1, c2}


 (3.2)

Die single-linkage Methode lässt die beiden Cluster zusammenwachsen die am nächsten

beieinander liegen. Das heiÿt, das Clusterpaar deren minimaler Punktabstand kleiner ist

als von allen anderen Clusterpaaren wird zu einem neuen Cluster verschmolzen. Dagegen

verschmilzt die complete-linkage Methode das Clusterpaar, deren maximaler Punktab-

stand kleiner ist als von allen anderen Clusterpaaren. Der Prozess kann in einer Art

Verschmelzungsbaum, der Dendrogramm genannt wird, visualisiert werden. Es handelt

1Unsupervised learning, auch unüberwachtes Lernen, bezeichnet Techniken, die versuchen Strukturen
oder Zusammenhänge in unklassi�zierten Daten aufzudecken.
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sich dabei um ein Diagramm, dass über den Abstand zeigt, wann zwei Cluster sich zu

einem verbinden. Da es wenig sinnvoll ist alle Cluster bis zu einem einzigen Cluster zu-

sammenwachsen zu lassen, muss der Prozess vorzeitig beendet werden. Das kann über den

Abstand geschehen, indem keine Cluster mehr verbunden werden, wenn eine Abstands-

schwelle θ überschritten wird. Im Dendrogramm stellt sich das dadurch dar, dass der

Baum in einer bestimmten Tiefe durchtrennt wird. Alle dabei abgeschnittenen Teilbäu-

me stellen ein Cluster dar. Unterschiede in der single-linkage und complete-linkage Me-

thode zeigen sich bei der Bedeutung des Schwellenwertes θ. Er gibt den Mindestabstand

zwischen zwei Clustern bei der single-linkage Methode an, aber die maximale Ausdeh-

nung eines Clusters bei der complete-linkage Methode. In Abbildung 3.1 und 3.2 sind die

Unterschiede deutlich gemacht. Beide zeigen die agglomerative Clusteranalyse auf einer

Datenmenge, die aus zwei Normalverteilungen besteht. In Abbildung 3.1 sind die beiden

Punktmengen überlagert, haben aber die gleiche Standardabweichung. Die Punktmengen

in Abbildung 3.2 liegen au�ällig auseinander, haben aber eine um Faktor 3 unterschied-

liche Standardabweichung. Angenommen die Klassen der beiden Punktmengen in den

Datenmengen sind nicht bekannt und mit Hilfe der agglomerativen Clusteranalyse sollen

sie gefunden werden, dann hat die single-linkage Methode in Abbildung 3.1 keinen Erfolg.

Es kann kein Mindestabstand angegeben werden, so dass die Cluster getrennt würden

ohne dass sehr viele kleine Cluster am Rand der Punktmengen zurück bleiben. Mit Hilfe

der complete-linkage Methode kann man ein recht gutes Ergebnis erzielen, wenn man die

maximale Ausdehnung der Cluster kennt. Für Datenmengen wie in Abbildung 3.2 ist das

Problem ein anderes. Verwendet man hier die single-linkage Methode ist ein sehr gutes

Ergebnis zu erzielen, weil die Datenmengen gut getrennt sind. Durch die unterschiedliche

Ausdehnung versagt aber die complete-linkage Methode. Gibt man für sie ein θ in der

Gröÿenordnung der Ausdehnung der rechten Punktmenge an, dann werden drei Cluster

gefunden. Gibt man ein θ für die Ausdehnung der linken Punktmenge an, dann entste-

hen Cluster, von denen einer Teile beider Punktmengen enthält. Das geschieht durch die

wenigen Punkte zwischen den beiden Punktmengen.

Im Fall des Bewertungsbaumes ist die Ausdehnung potentieller Merkmalscluster nicht

bekannt. Allerdings sollen die Cluster an jedem Knoten die Merkmalsmenge deutlich

separieren, wodurch die Angabe eines Mindestabstandes möglich wird und die single-

linkage Methode zur Anwendung kommt.
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Abbildung 3.1: Agglomerative Clusterbildung: (a) 2 leicht überschneidende Normalver-
teilungen mit gekennzeichneten Zugehörigkeiten, (b) Dendrogramm für
single-linkage Distanz, (c) Ergebnis der Clusteranalyse für θ = 0, 09,
(d) Dendrogramm für complete-linkage Distanz, (e) Ergebnis für θ = 1
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Abbildung 3.2: Agglomerative Clusterbildung: (a) 2 getrennte Normalverteilungen mit
unterschiedlicher Gröÿe und gekennzeichneten Zugehörigkeiten, (b) Den-
drogramm für single-linkage Distanz, (c) Ergebnis der Clusteranalyse für
θ = 0, 3, (d) Dendrogramm für complete-linkage Distanz, (e) Ergebnis
für θ = 2



3.2. Mehrdimensionale Normalverteilung Seite 47

3.2 Mehrdimensionale Normalverteilung

Ein Knoten des Bewertungsbaumes ist ein schwacher Klassi�kator für das durch ihn

repräsentierte Merkmal. Dazu speichert er Informationen für jedes Cluster aus der ag-

glomerativen Clusteranalyse. Merkmale sind bis auf einige quantitative Ausnahmen im

Allgemeinen mehrdimensional und für jedes Cluster im Merkmalsraum wird eine mehr-

dimensionale Normalverteilung angenommen. Das bedeutet es wird davon ausgegangen,

dass sich häufende Merkmale um einen Mittelwertvektor mit Standardabweichung und

Varianz normalverteilt streuen. Zum Beispiel wird erwartet, dass es für den oberen Kreis

einer 8 einen Mittelpunkt gibt, um den alle Exemplare normalverteilt sind. Ist das nicht

der Fall, weil es zum Beispiel zwei verschiedene Typen von Achten gibt und jede einen

anderen Mittelwert für den oberen Kreis hat, dann wird das im Baum dadurch repräsen-

tiert, dass zwei verschiedene Pfade für die beiden Typen entstehen und jeder für sich folgt

wieder einer Normalverteilung. Liegt hingegen in einem Cluster wirklich keine Normal-

verteilung vor, so ist die Annahme der Normalverteilung unproblematisch, so lange die

Cluster weit genug voneinander entfernt sind. Die Darstellung eines Clusters als mehrdi-

mensionale Normalverteilung folgt nur der Idee ein Cluster als ein Ellipsoid darzustellen

und mit einer entsprechenden Dichtefunktion unbekannte Merkmalsvektoren einem der

Cluster oder dem Nichts des Merkmalsraumes zuzuordnen. Ist die Punktmenge eines

Cluster nicht normalverteilt, so kann der Ellipsoid sehr groÿe Ausmaÿe annehmen und

viel mehr Raum abdecken als die Messpunkte beschreiben. Das kann durch verschiedene

Möglichkeiten, wie dem Zurückstellen des Merkmals oder der Anpassung von θ bei der

agglomerativen Clusterbildung, verhindert werden.

Formel 3.3 ist die allgemeine Dichtefunktion für mehrdimensionale Normalverteilungen.

Sie gibt für einen Mittelwertvektor µ und Kovarianzmatrix Σ die Wahrscheinlichkeit des

Auftretens eines d-dimensionalen Vektor x an.

f(x) =
1√

|Σ| (2π)d
e1 1

2
(x−µ)Σ−1(x−µ)T (3.3)

|Σ| : Determinante von Σ

Die Parameter dieser Dichtefunktion für ein Cluster sind nicht bekannt und müssen

anhand der Stichproben (Trainingsmenge), die einem Cluster zugeordnet sind, geschätzt

werden. Enthält ein Cluster n Merkmalsvektoren der Länge d (vgl. Matrix 3.4), so lassen
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sich Mittelwertvektor µ und Kovarianzmatrix Σ leicht mit Formel 3.5 und 3.6 schätzen.

V = (vij)i∈{1...n},j∈{1...d} (3.4)

µ =

(
1

n

n∑
k=1

vkj

)
j∈{1...d}

(3.5)

Σ =

(
1

n− 1

n∑
k=1

(vki − µi) · (vkj − µj)

)
i,j∈{1...d}

(3.6)

Abbildung 3.3 veranschaulicht die Idee. Zu sehen sind Iso�ächen2 der Dichtfunktionen

von zwei Clustern. Der Isowert der Iso�ächen ist der Dichtewert des dreifachen Standard-

abweichungsvektors. Die Idee ist, alle Merkmalsvektoren, die innerhalb eines bestimmten

Intervalls um einen Mittelwertvektor liegen, dem jeweiligen Cluster zuzuordnen. Alle

Merkmalsvektoren, die keinem Cluster zugeordnet werden, also auÿerhalb aller Cluster-

intervalle liegen, werden der Welt zugeordnet. In der Abbildung veranschaulichen die

Iso�ächen diese Clustergrenzen. Jeder Ellipsoid ist ein Cluster. Es werden die Dichte-

funktionen nicht genutzt, um die Wahrscheinlichkeit für eine Clusterzugehörigkeit, also

den wahrscheinlichsten Cluster, zu bestimmen. Der Wahrscheinlichkeitswert eines Merk-

malsvektors wird nur genutzt, um einen Vergleich mit den Clustergrenzen zu machen.

Sind zwei Cluster so nah beieinander, dass die Ellipsoide sich schneiden, dann ist die

Grenz�äche dort der Dichtewert der Schnittlinie. Das bedeutet wenn ein Merkmalsvek-

tor in den Intervallgrenzen von mehr als einem Cluster liegt, dann wird der Cluster mit

dem gröÿten Wahrscheinlichkeitswert ausgewählt, aber nur dann.

3.3 Merkmalsabhängigkeit

Für jeden Knoten im Bewertungsbaum muss der Trainingsalgorithmus ein Merkmal aus

der Menge der noch zur Verfügung stehenden Merkmale auswählen. Diese Auswahl kann

nicht beliebig erfolgen. Manche Merkmale bilden nur auf einer Teilmenge der zu erken-

nenden Zeichen gut separierte Cluster aus. Führt man die Clusteranalyse auf Merkmals-

mengen solcher Merkmale aus, wenn noch viele Merkmale von Zeichen enthalten sind,

die weit über den Merkmalsraum streuen, ist es möglich, dass diese den Merkmalsraum

2In Bezug auf Funktionen sind Iso�ächen alle Punkte, die den gleichen Funktionswert haben. Es lassen
sich so 4-dimensionale Funktionen (Funktionen mit 3 Variablen) eingeschränkt 3-dimensional dar-
stellen, indem alle Punkte im Raum eingefärbt werden, die einen angegebenen Funktionswert haben.
Hier wird der Verlauf eines konkreten Dichtewertes für zwei Dichtefunktionen visualisiert.
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Abbildung 3.3: Visualisierung von zwei 3-dimensionalen Normalverteilungen. Dargestellt
sind die Iso�ächen des Dichtewertes der dreifachen Standardabweichung.
Sie repräsentieren die Grenz�ächen von zwei Clustern im Merkmalsraum.
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so stark verwaschen, dass sich wenige oder im Extremfall sogar nur ein einziges Clus-

ter ausbildet. Dann führt dieses Merkmal am Knoten zu einem Kind und hat gar keine

Klassi�kationsfunktion. Wurde ein Merkmal einmal verwendet, steht es nicht mehr zur

Verfügung. Das kann soweit gehen, dass ein verfrüht verwendetes Merkmal eine komplet-

te Klassi�kation von allen Zeichen unmöglich macht, weil seine Klassi�kationsleistung

auf einer geringeren Merkmalsmenge gebraucht wird.

In Abbildung 3.4 sind drei verschiedene Merkmalsräume zu sehen und die Verteilung

der Merkmale von vier Objektklassen in den Räumen. Eine agglomerative Clusteranalyse

kann im MerkmalsraumM1 keine Cluster separieren, weil alle Merkmale sich überlagern.

Es wird nur ein groÿer Cluster gefunden, wenn alle Merkmale an den Clusteralgorith-

mus übergeben werden. In Merkmalsraum M2und M3überlagern oder vermischen sich

andere Objektklassen. Wählt der Trainingsalgorithmus des Bewertungsbaumes als ers-

ten Merkmalstyp M1 aus, dann �ndet keine Unterteilung der Merkmalsmenge statt (vgl.

Abbildung 3.5) Welches Merkmal nun im darau�olgenden Iterationsschritt ausgewählt

wird spielt keine Rolle mehr. TypM2 kann die Merkmalsmenge dann zwar in Objekte der

Klassen A, B und C, D aufteilen, aber Merkmalstyp M3 scha�t anschlieÿend nur noch

eine Trennung von C und D, aber nicht mehr von A und B. Im Fall der Wahl vonM3 als

zweiten Merkmalstyp sieht es ähnlich aus. Abbildung 3.6 zeigt, dass es eine Kombination

der Merkmalstypen gibt, die die notwendige Trennungsleistung erreicht. Zwischen den

Merkmalstypen kann solch eine Abhängigkeit bestehen, die nicht direkt erkennbar ist.

Für die Merkmalsauswahl muss der Trainingsalgorithmus im naiven Verfahren alle klas-

senbasierten Teilmengen aller Merkmalsmengen bestimmen, die Klassi�kationsleistung

nach der Clusterbildung für jede Teilmenge analysieren und darin eine funktionierende

Kombination suchen. Dieser Ansatz zur Au�ösung von Merkmalsabhängigkeiten ist zu

aufwendig. Die in dieser Arbeit gemachten Versuche beschränken sich auf die manuelle

Auswahl von Merkmalen. Um den Prozess während des Trainings zu automatisieren ist

eine geeignete Methode erforderlich, die die Merkmalsabhängigkeiten e�zient au�ösen

kann.

3.4 Vorbereitung

In diesem Abschnitt werden alle Vereinbarungen und Festlegungen getro�en, um den Al-

gorithmus zum Training des Bewertungsbaumes im nächsten Abschnitt zu formalisieren.

Bei dem Bewertungsbaum handelt es sich um eine vektorbasierte Klassi�kationsmethode.

Jedes verwendete Merkmal ist als Vektor darzustellen und alle Merkmale eines beliebi-

gen Merkmalstypen müssen mit einer L-Norm auf Ähnlichkeit vergleichbar sein, wegen
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Abbildung 3.4: Beispiele für 3 MerkmalsräumeM1,M2,M3 und Merkmalsverteilung von
4 Klassen: (a) Merkmale aller 4 Klassen überlagern sich, (b) Merkmale
von A und B, sowie von C und D überlagern sich, (c) Merkmale von A
und B sind jeweils mit Merkmalen von C und D vermischt

der Repräsentation der Cluster mit der Dichtefunktion der Normalverteilung. In Rah-

men dieser Arbeit wurden die L1- und L2-Norm als Abstandsmaÿ für die Clusterbildung

verwendet. Ein signi�kanter Unterschied war nicht zu erkennen.

Zu Beginn des Algorithmus steht eine Menge C mit n Beispielbildern bereit (vgl. Menge

3.7), die je ein Zeichen als einzelne Zusammenhangskomponente darstellen. Auÿerdem

ist Funktion 3.8 gegeben, die jeder Zusammenhangskomponente c seine Klasse l zuweist.

C = {ci | i = 1 . . . n} (3.7)

L : C → {1 . . .K}

L(c) = l (3.8)

Dem Trainingsalgorithmus werden tMerkmalsextraktoren bereitgestellt. Jeder von ihnen

erzeugt Merkmalsvektoren für einem bestimmten Merkmalstyp mi, die in Menge 3.9

zusammengefasst sind.

M = {mi | i = 1 . . . t} (3.9)

Merkmalsvektoren f i eines bestimmten Merkmalstyps mi können je Zusammenhangs-

komponente c in unterschiedlicher Anzahl vorliegen. Deswegen gibt es für jede Zusam-

menhangskomponente c in Bezug auf ein Merkmal mi ein spezi�sches k (vgl. Aussage

3.10).
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Abbildung 3.5: 2 verschiedene Bewertungsbäume mit Auswahl von Merkmalstyp M1 an
der Wurzel und Teilung der Objektklassen. Es ist keine vollständige Tei-
lung der Objektklassen mehr möglich: (a) Wahl vonM2 als zweiten Merk-
malstyp, (b) Wahl von M3 als zweiten Merkmalstyp
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Abbildung 3.6: Bewertungsbaum mit vollständiger Klassenteilung bei günstiger Reihen-
folge der Merkmalstypen
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∀mi∈M : Fi(c) =
{
f i1, . . . , f

i
kc,i

}
(3.10)

Alle Merkmalsvektoren f i eines Merkmalstyps mi be�nden sich im gleichen Merkmals-

raum und haben entsprechend die gleiche Länge dimi =
∣∣f i∣∣. Es gilt Aussage 3.11.

∀mi∈M : ∃dimi
: ∀c : dimi =

∣∣f i1∣∣ = . . . =
∣∣∣f ikc,i∣∣∣ (3.11)

Wie bereits erwähnt gibt es für jede Zusammenhangskomponente unterschiedlich viele

Merkmalsvektoren abhängig vom Typ. Die Funktion 3.12 beschreibt diesen Zusammen-

hang und weist einer Zusammenhangskomponente c alle Merkmalsvektoren f i von Typ

mi zu. Funktion 3.13 ist die Verallgemeinerung davon und beschreibt die Abbildung einer

Zusammenhangskomponente c auf all ihre Merkmalsvektoren für jeden der t Merkmals-

typen. Die Funktion P(•) bezeichnet die Potenzmenge und jeder Merkmalsvektor f i ist

ein Element des Merkmalsraumes Mi, der hier festgelegt auf Rdimi ist.

Fi : C → P (Mi)

Fi(c) =
{
f i1, . . . , f

i
kc,i

}
(3.12)

F : C → {U | U ⊆ P (Mi) , |U | = t}

F (c) = {Fi(c) | i = 1 . . . t}

=
{{

f1
1 , . . . , f

1
kc,1

}
, . . . ,

{
f t1, . . . , f

t
kc,t

}}
(3.13)

Mi = Rdimi

Im letzten Schritt der Vorbereitung auf das Training wird die Menge der Bilder C in

disjunkte Teilmengen T und V aufgeteilt (vgl. Menge 3.14). T dient als Trainingsmenge

und V als Validierungsmenge für die Berechnung des Fehlers der erlernten Klassi�kation

an einem Knoten.

T ⊂ C, V ⊂ C, T ∩ V = ∅ (3.14)
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3.5 Training

Ausgangspunkt des Trainings ist die rekursive Funktion createTree(N,M, T, V, F ). Sie

erzeugt einen Bewertungsbaum an Knoten N mit gegebener Merkmalsmenge M , Trai-

ningsmenge T , Validierungsmenge V und Merkmalsvektorenmenge F . Algorithmus 3.1

erzeugt einen Wurzelknoten und ruft die Funktion createTree() an diesem mit geeigneter

Merkmals-, Trainings-, Validierungs- und Merkmalsvektorenmenge auf. Die Merkmals-

vektorenmenge F wird initialisiert mit allen extrahierten Merkmalsvektoren jeden Typs

von allen Trainings- und Validierungsbildern. Ist beim Aufruf der rekursiven Funktion

createTree() eine der Mengen M , T oder V leer, so ist der aktuelle Knoten N ein Blatt

und createTree() fertig (Rekursionsanker).

Für jeden Knoten N im Bewertungsbaum wird ein Merkmal mi aus den zur Verfügung

stehenden MerkmalenM ausgewählt (vgl. Abschnitt 3.3). Anschlieÿend wird der Knoten

mit diesem Merkmal markiert und auf allen Merkmalsvektoren in F mit Typ mi eine

agglomerative Clusteranalyse ausgeführt. Für jedes der r gefundenen Cluster Cd, werden

auf den Merkmalsvektoren die Mittelwertvektoren µ (Cd) und Kovarianzmatrizen Σ (Cd)

zur Repräsentation der Cluster geschätzt. Danach wird für jeden Cluster und die Welt ein

Kind am Knoten N erzeugt. Die Welt steht für alle Nicht-Zeichen. Sie bezeichnet hier im

Kontext der Objekterkennung alles, was unbekannt ist. Sind alle Kinder erzeugt, werden

die Kanten zu den Kindern beschriftet, Wahrscheinlichkeitsverteilungen berechnet und

die rekursiven Aufrufe von createTree() für jedes Kind auÿer der Welt vorbereitet und

ausgeführt. In Abbildung 3.7 ist das Ergebnis für einen KnotenN schematisch dargestellt.

Algorithmus 3.2 zeigt die Kantenbeschriftung für jeden Kindknoten. Das Welt-Kind ist

ein Blatt und erhält nur die Beschriftung, dass es sich um kein bekanntes Zeichen handelt.

Alle anderen Kanten werden mit einer Liste beschriftet, die eine Menge von Klassenbe-

zeichnungen, den Mittelwertvektor und die Kovarianzmatrix des Clusters, den das Kind

repräsentiert, enthält. Die Menge von Klassenbezeichnungen enthält alle Klassen, für die

es mindestens ein Trainingsbild gibt, das einen Merkmalsvektor im Cluster hat. Hier

kann auch ein Schwellenwert eingestellt werden, so dass es gröÿere Mindestanzahl von

Trainingsbildern einer Klasse geben muss, bevor die Kante mit der Klasse beschriftet

wird.

Algorithmus 3.3 führt die Berechnung von Wahrscheinlichkeitsverteilungen für jeden

Kindknoten aus. Jeder Kindknoten speichert eine Wahrscheinlichkeitsverteilung. Das ist

eine Funktion, die den Fehler der Klassi�kationsleistung des Vaterknoten angibt. Anhand

dieser Funktion wird später bei der Erkennung ermittelt mit welcher Wahrscheinlichkeit

ein Pfad im Baum genommen wird und wie stark die Endaussage einer Entscheidung
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ist. Weist der Klassi�kator des Vaterknoten einen Merkmalsvektor f einem bestimmten

Cluster und damit einem bestimmten Kindknoten zu, dann gibt die Wahrscheinlichkeits-

verteilung dieses Kindknotens an, wie wahrscheinlich dieser oder ein anderer Kindknoten

richtig ist. Dafür wird nach dem Training der Cluster auf der Validierungsmenge diese

Wahrscheinlichkeitsverteilung ermittelt. Zu jedem Validierungsbild v ∈ V , mit L(v) = l

werden die Merkmalsvektoren f extrahiert und den Clustern zugewiesen. In der Wahr-

scheinlichkeitsverteilung p des Kindknoten k, dem ein f zugewiesen wird, werden die

Werte p(vater, k, j) um einen Zähler erhöht, wenn l an der Kante von Kindknoten j steht.

Anschlieÿend werden die Verteilungsfunktionen aller Kinder v von Vater u normiert, so

dass p(u, v, w) auf Wahrscheinlichkeitswerte zwischen 0 und 1 für jedes w = 1 . . . r ab-

bildet und
∑

w=1...r p(u, v, w) = 1, wenn r die Anzahl der Kinder von u ist. Abbildung

3.8 zeigt ein Beispiel für die Berechnung einer Wahrscheinlichkeitsverteilung vor der Nor-

mierung mit einem Validierungsbild v und zwei Merkmalsvektoren f i1 und f i2, wobei f
i
1

dem Weltknoten N0 und f i2 dem Knoten N2 zugewiesen wird. Weil die Klasse von v an

den Kanten der Knoten N1 und N2 steht, wird in der Wahrscheinlichkeitsverteilung für

diese beiden Knoten der Wert erhöht.

Algorithmus 3.4 zeigt die Vorbereitung der rekursiven Aufrufe von createTree() an

den Kindknoten durch Reduktion der Merkmals-, Beispiel- und Vektormengen. Die neu-

en Trainings- und Validierungsmengen und für einen Kindknoten enthalten nur die Bilder,

deren Klasse an der Kante zu dem Knoten steht und die mindestens einen Merkmalsvek-

tor haben, der in dem Cluster des Knoten liegt. So wird erreicht, dass in dem Teilbaum

das Training auf die Zeichen spezialisiert wird, die eine bestimmte Eigenschaft haben.

Anschlieÿend wird aus der Menge der Merkmalsvektoren eines Bildes ein Vektor entfernt,

der im Cluster des Knotens liegt. Das ist nötig, damit bereits verwendete Merkmalsvek-

toren nicht an einem weiteren Trainingsschritt teilnehmen. Sofern unter den Bildern der

reduzierten Bildermengen, die für einen Knoten mitgenommen werden, kein Merkmals-

vektor eines bestimmten Merkmalstyps zu �nden ist, wird dieser Typ aus der Merkmals-

menge entfernt. Es ist für diesen Teilbaum nicht mehr notwendig das Merkmal an einem

Knoten auszuwählen, denn es gibt keine Bilder mehr, die noch ein solches Merkmal ent-

halten. Nachdem die Mengen reduziert wurden, wird die Funktion createTree() für den

entsprechenden Kindknoten aufgerufen, um dort das Training fortzusetzen.

Jeder Knoten hat neben dem Welt-Kind noch einen weiteren obligatorischen Kindkno-

ten und zwar den Knoten der die Abwesenheit des Merkmals mi repräsentiert und alle

Trainings- und Validierungsbilder berücksichtigt unter denen kein einziger Merkmalsvek-

tor f i gefunden wurde. Dieser Knoten ist sehr wichtig, da er nicht nur die Unterscheidung

der einzelnen Zeichen untereinander unterstützt, sondern auch die Abgrenzungsleistung
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Algorithmus 3.1 Erstellung eines Bewertungsbaumes mit rekursiver Funktion
createTree()

1 erzeuge Wurzelknoten R
2 createTree (R , M , T , V , F )
3
4
5
6 // De f i n i t i o n r eku r s i v e Funktion
7 funkt ion : c reateTree (N , M , T , V , F )
8
9 // Rekurs ionsanker :
10 // wenn e ine der benöt ig ten Mengen e r s chöp f t
11 M = ∅ ∨ T = ∅ ∨ V = ∅ ?
12 N i s t e in Blat t
13 re turn
14
15 wähle e in mi ∈M aus
16 markiere Knoten N mit dem gewählten Merkmalstyp mi

17
18 // Clus te r werden auf a l l e n Merkmalsvektoren
19 // des gewählten Merkmalstyps mi bestimmt
20 FT =

⋃
t∈T Fi(t)

21 // agg lomerat ive s C lu s t e r i ng → Anzahl r und Clus te r Cd
22 bestimme d ie Clus te r Cd mit d = 1 . . . r in FT
23
24 // Repräsentat ion a l l e r C lus te r a l s
25 // mu l t i v a r i a t e Normalverte i lung
26 fü r d = 1 . . . r
27 bestimme Mit te lwer tvektor µ(Cd)
28 bestimme Kovarianzmatrix Σ(Cd)
29
30 // Anzahl an Kindknoten i s t von C lu s t e r zah l abhängig
31 fü r d = 0 . . . r
32 erzeuge Kindknoten Nd von Knoten N
33
34 // Kanten mit C lu s t e r r ep r ä s en t a t i on
35 // und Labels b e s c h r i f t e n
36 makro : decorateEdges
37
38 // Wahr s che i n l i chke i t s v e r t e i l ungen bestimmen
39 makro : c a l cD i s t r i bu t i onFunc t i on s
40
41 // Reduktion der B e i s p i e l e und r e ku r s i v e r Aufruf
42 makro : processChi ldNodes
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Abbildung 3.7: Ein Knoten des Bewertungsbaumes mit seinen Kindern und den gespei-
cherten Informationen.

Algorithmus 3.2 Kantenbeschriftung

1 // Dekoration der Kanten ( C lu s t e r r ep r ä s en t a t i on und Klassen )
2 makro : decorateEdges
3 fü r d = 1 . . . r
4 // Mitte lwert , Kovarianz und Klassen
5 e(N,Nd) = [ {L(t ∈ T ) | ∃f∈Fi(t) : f ∈ Cd}, µ(Cd), Σ(Cd) ]

6
7 // Weltkante en thä l t ke ine C lu s t e r r ep r ä s en t a t i on
8 e(N,N0) = [′no character′]
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Algorithmus 3.3 Berechnung der Wahrscheinlichkeitsverteilungen an den Kindknoten

1 // Wahr s ch e i n l i chke i t s v e r t e i l ungen fü r Kindknoten N0 . . . Nr

2 makro : c a l cD i s t r i bu t i onFunc t i on s
3
4 // Menge a l l e r Merkmalsvektoren f ∈ Fi(v ∈ V )
5 // des gewählten Merkmalstyps mi

6 FV =
⋃
v∈V {(f, l) ∈ (Fi(v)× {1, . . . ,K}) | L(v) = l}

7
8 // Summe a l l e r Ver t e i l ungsvekto r en ( fü r Wel tver te i lung )
9 nD = 0
10
11 // Wahr s che i n l i chke i t s v e r t e i l ungen fü r Kinder
12 fü r d = 1 . . . r
13 // Merkmalsvektorentei lmenge , d i e in Cd l i e g t
14 FV ′ = {(f, l) ∈ FV | f ∈ Cd}
15
16 // Verte i lungsmenge fü r j d e f i n i e r t
17 D(j) 7→ {f ∈Mi | (f, l) ∈ FV ′, l ∈ e(N,Nj)}
18 n′D =

∑r
j=1D(j)

19 nD = nD + n′D
20
21 // Ausnahme : ke ine B e i s p i e l e vorhanden (n′D = 0)
22 // bes te Annahme : G l e i c hv e r t e i l ung a l l e r Pfade
23
24 // Wahr s ch e i n l i c hk e i t s v e r t e i l ung
25 // fü r B e i s p i e l e mit Cd Merkmal
26 p(N,Nd, 0) = 0
27 p(N,Nd, j) = |D(j)| ÷ n′D
28
29 // Wahr s ch e i n l i c hk e i t s v e r t e i l ung fü r Weltknoten N0

30 FV ′ = {(f, l) ∈ FV | ∀d∈{1,...,r} : f /∈ Cd}
31 D(j) 7→ {f ∈Mi | (f, l) ∈ FV ′, l ∈ e(N,Nj)}
32 n′D =

∑r
j=1D(j)

33 nD = nD + n′D
34
35 // fü r Ausnahme nD = 0 , h i e r e b e n f a l l s G l e i c hv e r t e i l ung
36
37 // Wahr s ch e i n l i c hk e i t s v e r t e i l ung fü r
38 // B e i s p i e l e mit Merkmal auÿerhalb a l l e r Cd
39 p(N,N0, 0) = 1− (n′D ÷ nD)
40 p(N,N0, j) = |D(j)| ÷ nD
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Abbildung 3.8: Beispiel eines Berechnungsschritts einer Wahrscheinlichkeitsverteilung.
Validierungsbild v hat einen Merkmalsvektor auÿerhalb aller Cluster und
einen in Cluster C2. Wegen der Zugehörigkeit von v zu Klasse A werden
die Wahrscheinlichkeitswerte von Knoten 1 und 2 in den Wahrscheinlich-
keitsverteilungen von Knoten N0 und N2 erhöht.
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Algorithmus 3.4 Reduktion der Trainingsmengen und rekursive Aufrufe

1 // Reduktion von Be i sp i e l− und Merkmalsmengen
2 makro : processChi ldNodes
3 // Reduktion und r e ku r s i v e r Aufruf f ü r Kinder
4 fü r d = 1 . . . r
5 // neue Trainings− und Val idierungsmenge
6 T ′ = {t ∈ T | L(t) ∈ e(N,Nd) ∧ ∃f∈Fi(t) : f ∈ Cd}
7 V ′ = {v ∈ V | L(v) ∈ e(N,Nd) ∧ ∃f∈Fi(v) : f ∈ Cd}
8
9 // Herausnehmen e i n e s Merkmals pro B e i s p i e l
10 fü r a l l e c ∈ (T ∪ V )
11 wähle f ∈ {f ∈ Fi(c) | f ∈ Cd} z u f ä l l i g
12 F ′i (c) = Fi(c) \ {f}
13 F ′(c) = {Fj(c) ∈ F (c) | j 6= i} ∪ {F ′i (c)}
14
15 // Neubestimmung der ver fügbaren Merkmale
16 M ′ = {mj ∈M | ∀t∈T Fj(t) 6= ∅}
17
18 createTree (Nd , M ′ , T ′ , V ′ , F ′ )

zur Welt verstärkt. Wegen der Übersichtlichkeit wurde auf die Darstellung verzichtet. Er

wird bis auf wenige Einschränkungen und Bedingungen analog zu den normalen Kind-

knoten erstellt.

Der Bewertungsbaum ist ein spezieller Entscheidungsbaum. Jeder Pfad in dem Baum

charakterisiert ein individuelles Zeichen. Werden von Zeichen einer Klasse Exemplare prä-

sentiert, die zwei oder mehr deutlich verschiedene Ausprägungen zeigen (beispielsweise

o�ene und geschlossene Nullen), dann entsteht im Bewertungsbaum für jede Ausprägung

ein eigener Pfad. Um eine Überanpassung zu verhindern kann ein Schwellenwert für die

Klassenbeschriftungen an einer Kante eingestellt werden. Nur wenn genug Trainingsbil-

der einen Merkmalsvektor in ein und demselben Cluster haben, dann wird die gesamte

Klasse auch diesem Cluster zugeschrieben. Neben der manuellen Merkmalsauswahl am

Knoten wird in den praktischen Versuchen dieser Arbeit mit dem Bewertungsbaum auch

der Schwellenwert für die agglomerative Clusterbildung manuell ausgewählt. Je nach

Merkmal und Bildermenge ein einem Knoten können die Cluster sehr unterschiedliche

Abstände haben. Ein allgemein gültiger Schwellenwert θ kann daher nicht vorgegeben
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werden. Er ist immer abhängig von der aktuellen Situation. Eine Möglichkeit den Schwel-

lenwert automatisch zu bestimmen ist die Cluster so lange zusammenwachsen zu lassen,

bis alle Clusterellipsoiden eine Mindestgröÿe haben, sich aber nicht schneiden. Die triviale

Lösung jeder Cluster besteht aus einem Datenpunkt wäre sonst immer gegeben.



Kapitel 4

Zeichenerkennung

Nachdem im vorigen Kapitel der Bewertungsbaum erzeugt wurde, kann er jetzt genutzt

werden, um für gegebene unbekannte Bilder zu entscheiden ob ein Zeichen zu sehen

ist und wenn möglich, um welches Zeichen es sich dabei handelt. Wird eine einfache

Tiefensuche auf dem Bewertungsbaum mit den Merkmalsvektoren eines Abfragebildes

durchgeführt, dann muss das Ergebnis nicht richtig sein. Es ist möglich, dass durch einen

einzigen Vektor, der auÿerhalb eines Clusters lag, ein Weg eingeschlagen wird, der zu

einem falschen Ergebnis führt. Das Problem kann nur vollständig gelöst werden, indem

für jeden Pfad die Wahrscheinlichkeit bestimmt wird, mit der das Abfragebild zu diesem

Pfad gehört. Eine solche Suche ist wenig e�zient. Deswegen wird der Baum mit Hilfe

einer Monte Carlo Traversierung1 durchsucht. Algorithmus 4.1 beschreibt das Verfahren.

Vor dem Start wird der Iterationsparameter n vorgegeben. Er bestimmt, wie oft der

Baum von der Wurzel bis zu einem Blatt durchlaufen wird. Bei jedem Durchlauf wird

die Länge l und Wertung v des Pfades bestimmt. An jedem Knoten N einer Iteration

wird das Merkmal mi bestimmt und die Zugehörigkeit der Merkmalsvektoren f i von c

zu den Kindknoten berechnet. Unter diesen wird zufällig ein Kindknoten Nd ausgewählt.

Anhand der Wahrscheinlichkeitsverteilung p(N,Nd) wird nun zufällig der Kindknoten

Ne bestimmt und an diesem die Tiefensuche tatsächlich fortgesetzt. Aus der Menge der

Merkmalsvektoren von c wird ein Vektor f iheraus genommen, der im Cluster Ce liegt,

falls vorhanden. So wird sichergestellt, dass die Merkmalsvektorenmenge von c so aus-

sieht, als ob Ne wirklich ausgewählt worden wäre. Der aktuelle Pfadabschnitt geht in die

Gesamtwertung mit der Wahrscheinlichkeit p(N,Nd, e) ein. Das bedeutet, wird der Weg

über Ne gegangen, obwohl Nd der tre�ende Cluster war, dann ist die Richtigkeit dieses

alternativen Wegstückes so groÿ, wie beim Training die Validierungsbilder auch falsch

in Nd einsortiert wurden, obwohl sie zu Ne gehört haben. Dieses Verfahren folgt der

Idee, dass Fehler die beim Training gesehen wurden, jetzt vielleicht auch gerade gemacht

1Die Monte Carlo Methode bezeichnet eine Klasse von randomisierten Algorithmen, deren Ergebnis
falsch sein darf, aber durch wiederholtes Ausführen immer weiter verbessert werden kann [31, 32, 33].
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werden und so versucht wird diese zu korrigieren. War es einer dieser Trainingsfehler,

dann wird der Restpfad ein sehr hohes Gewicht haben. War es aber keiner dieser Feh-

ler, dann wird der Restpfad mit hoher Wahrscheinlichkeit zu keinem Erfolg führen. Am

Ende eines Durchlaufs, wenn der Algorithmus an einem Blatt angekommen ist, werden

alle Kantengewichte über l normiert, so dass kürzere Pfade keine schwächere Aussage

als längere haben. Der Klassenname an der letzten Kante gibt das erkannte Zeichen an.

Stehen mehr als ein Klassenname an der Kante, dann kann nur gesagt werden, dass es

sich um ein Zeichen handelt, aber nicht um welches. Es werden n Durchläufe gemacht

und der Durchlauf mit dem maximalem Pfadgewicht für die Entscheidung ausgewählt.

Wird der Fokus bei der Nutzung des Bewertungsbaumes auf die binäre Entscheidung

gelegt, ob es sich um ein Zeichen handelt oder nicht, anstatt der Frage nachzugehen um

welches Zeichen es sich handelt, dann können nach dem Training alle Wahrscheinlich-

keitswerte des Welt-Knotens in den Wahrscheinlichkeitsverteilungen des Welt-Knotens

abgesenkt werden. Dadurch wird die Strategie �im Zweifel für den Angeklagten� verfolgt.

Die Wahrscheinlichkeit, dass es sich um kein Zeichen handelt, wenn für ein Abfragebild

ein Welt-Blatt gefunden wird, wird abgesenkt und verstärkt nach einer anderen pas-

senden Möglichkeit gesucht. Wird der Wert zu stark abgesenkt, dann wird der Baum zu

tolerant und sucht nur das �kleinste Übel�. Das ist das Zeichen was noch am besten passt.
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Algorithmus 4.1 Monte Carlo Traversierung des Bewertungsbaumes zur Zeichenerken-
nung

1 // R − Wurzel e i n e s t r a i n i e r t e n Baums
2 // c − Zusammenhangskomponente zur Abfrage
3
4 f o r j = 1 . . . n
5 // Merkmalsmenge durch Merkmalsextraktion bestimmen
6 bestimme F (c)
7
8 v = 0
9 l = 0
10
11 // gehe von der Wurzel b i s zu einem Blatt
12 N = R
13
14 so lange N 6= leaf
15 bestimme Merkmal mi von Knoten N
16
17 Fopt = {f ∈ Fi(c) | f ∈ Cd}
18 Fopt 6= ∅ ?
19 wähle aus Fopt z u f ä l l i g e in f
20 bestimme d f ü r das g i l t f ∈ Cd
21 sons t
22 d = 0
23
24 wähle anhand von p(N,Nd)
25 z u f ä l l i g e inen Kindknoten Ne

26
27 e 6= 0 ?
28 Fpot = {f ∈ Fi(c) | f ∈ Ce}
29
30 // en t f e rn e e in f ∈ Fpot aus Fi(c)
31 Fpot 6= ∅ ?
32 wähle aus Fpot z u f ä l l i g e in f
33
34 Fi(c) = Fi(c) \ {f}
35
36 v = v + p(N,Nd, e)
37 l = l + 1
38 N = Ne

39
40 // wenn d i e l e t z t e Kante mehr a l s e i n e Klasse enthä l t ,
41 // i s t Ergebnis zwar n i cht e indeut ig , aber ke in Zeichen
42 LCj = {l ∈ e(Np, N)}
43
44 // Wertung fü r Durchlauf j
45 vj = v ÷ l
46
47 vj = max(v1, . . . , vn)
48 LC = LCj



Kapitel 5

Experimentelle Resultate

Im Rahmen dieser Masterarbeit wurde zum Testen und Überprüfen der entwickelten Al-

gorithmen ein Framework in der Programmiersprache C#1 unter Zuhilfenahme der Open-

CV 2 Bibliothek entwickelt. Das Programm implementiert ein Prototyping Konzept. Es

können für die verschiedenen Vorverarbeitungs- und Extraktionsschritte Module bereit-

gestellt und visuell zu einer Kette verknüpft werden. Das Benutzerinterface ermöglicht

beliebige Parameter der Module zu kon�gurieren, sowie die einzelnen Ergebnisse einer

Ausführung am betre�enden Bild direkt darzustellen. Beispielbilder in dieser Arbeit wur-

den auf diese Weise erzeugt.

Wegen der noch fehlenden automatisierten Möglichkeit die informativsten, unabhän-

gigen Merkmale aus der Merkmalsmenge auszuwählen konnte bisher kein vollständiger

Baum für den kompletten Zeichenvorrat lateinischer Buchstaben und arabischer Zi�ern

erlernt werden. Die zur Verfügung stehende Trainingsmenge ist auÿerdem zu klein, um

für die verwendete Merkmalsmenge hinreichend viele Trainingsbeispiele bereitzustellen.

Das stellt aber insoweit kein Problem dar, da ein kleiner Baum für wenige Zeichen-

klassen manuell erstellt werden kann. Es gilt auÿerdem, dass eine gut funktionierende

Merkmalsmenge für eine Auswahl der Zeichenklassen nicht alle hier angegebenen Merk-

male enthalten muss. Schriftzeichen mit runden Strukturen (0, 8, Q, O) müssen nicht

mit Linien- oder Dreieckmerkmalen beschrieben werden, um schon einen hohen Erken-

nungsgrad zu erreichen. Insbesondere ist es sogar möglich, für jedes Zeichen einzeln einen

eigenen Bewertungsbaum zu trainieren. Das ist eine sehr interessante Möglichkeit, wenn

man betrachtet, das sich dadurch sehr kleine und e�ziente Bäume erstellen lassen, die nur

die notwendigsten Merkmale für das jeweilige Zeichen berücksichtigen. Beim Erkennen

von Zeichen wird dann jeder Baum gefragt und die Antwort mit der gröÿten Bewertung

1Objektorientierte Programmiersprache der Firma Microsoft. (http://msdn.microsoft.com/en-
us/library/kx37x362.aspx)

2Ursprünglich von Intel entwickelte Bibliothek mit Algorithmen für maschinelles Sehen.
(http://opencv.willowgarage.com/)
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unter allen Bäumen ausgewählt. Selbst bei groÿen Mengen von Zeichenklassen kann die-

se Möglichkeit leistungsfähig sein. Es hat sich bei den Versuchen gezeigt, dass mit sehr

kleinen Bäumen schon Erkennungsraten von bis zu 95% erreicht werden. Im Hinblick auf

die binäre Klassi�kation von Zeichen und Nicht-Zeichen lag die Ablehnung von Zeichen

als Welt (false-negative) deutlich darunter. Der Bewertungsbaum kann noch sehr viel

toleranter eingestellt werden, wenn die Wahrscheinlichkeitsverteilungen der Welt-Kinder

im Baum zugunsten der anderen Kinder abgesenkt werden.

Ein deutliches Problem hat sich bei der Unterscheidung von sehr ähnlichen Zeichen,

wie dem O und der 0 gezeigt. Die vorgestellten Merkmalsextraktoren sind für diese Un-

terscheidung schlecht geeignet. Denkbar wäre ein Merkmal Kreisähnlichkeit oder Ellipse

einzuführen, um die Unterschiede dieser Zeichen zu charakterisieren. Für die binäre Ent-

scheidung nach einem Zeichen hat sich das Problem nicht ausgewirkt, da beide Zeichen

nahezu immer auch als Zeichen erkannt wurden.

Benötigt man die Abgrenzung zur Welt nicht und erwartet nur Zeichen aus den vorge-

gebenen Zeichenklassen, dann kann die Merkmalsmenge reduziert werden, so dass sie für

eine Separation der Zeichen ausreicht. Auÿerdem kann man das Training beenden, wenn

an einem Knoten nur noch Beispielbilder einer einzigen Klasse zur Verfügung stehen.

Bei der Auswertung des Ergebnisses wird dann die Antwort mit der höchsten Bewertung

ausgewählt, die eine Zeichenklasse beinhaltet. Sie gibt ein Wahrscheinlichkeitsmaÿ für

das gefundene Zeichen an. Es gibt bei dieser Art der Nutzung des Bewertungsbaumes

aufgrund seiner Konstruktion häu�g auch noch eine Klassi�kation als Nicht-Zeichen, die

ausgeschlossen werden muss.

Bei den Versuchen für die binäre Entscheidung die false-positive Rate zu senken, ohne

die false-negative Rate zu erhöhen, hat sich eine Erkenntnis gezeigt. In jedem Teilbaum

während des Baumtrainings, der nur noch eine Klasse enthält, stellt sich die Frage nach

der Weiterführung des Trainings in dem Teilbaum. Es reicht aufzuhören, wenn nur Zei-

chenseparation gewünscht ist (siehe oben), aber es muss fortgefahren werden, wenn die

false-positive Rate gesenkt werden soll. Fügt man von hier an immer weitere neue Merk-

male ein, so kann die Trennung zur Welt nur noch weiter verbessert werden. Um die

Qualität dieser Trennung zu bewerten sind ein Maÿ und Negativbeispiele nötig. Es ist

nicht möglich ohne Negativbeispiele aus der Anwendungsdomäne eine gültige Aussage zu

tre�en.

Der Bewertungsbaum lernt für die gegebene Merkmalsmenge eine Beschreibung je-

der Zeichenklasse. Solch eine Beschreibung stellt sich im Baum allerdings nicht zwin-

gend durch einen einzigen Pfad dar. Man kann das so Interpretieren, dass ein Pfad eine

UND-Verknüpfung aller Merkmale an den Knoten ist und alle Pfade einer Zeichenklasse



Seite 68

ODER-verknüpft sind. Betrachtet man beispielsweise nur das Streckenmerkmal bei dem

Buchstaben H, dann ergeben sich 3 verschiedene Strecken. Eine waagerechte in der Mitte

des Bildes und jeweils eine senkrechte rechts und links. Es ist unmöglich eine Beschrei-

bung nur durch UND-Verknüpfungen dieses Buchstabens im Baum zu geben. Während

des Trainings prägen sich 2 Pfade aus, die jeweils am Knoten der Trennung die linke oder

rechte Strecke beschreiben (ODER). In jedem dieser beiden Pfade �ndet sich tiefer die

jeweils andere Strecke. Dadurch entscheidet sich beim Abfragen mit einem H an dem

Trennungsknoten das wählende Kind durch die zufällige Wahl des linken oder rechten

Streckenmerkmals. Die zweite Strecke wird dann entsprechend auf dem verbleibenden

Pfad zum Blatt noch abgefragt.

Das Testprogramm hat eine Eingabemöglichkeit für handgeschriebene Einzelzeichen,

um die Qualität des Algorithmus auch hierauf zu testen. Dabei hat sich ergeben, dass das

Merkmal Symmetrie eine Erkennung deutlich erschwert, weil handgeschriebene Zeichen

selten symmetrisch sind. Zumindest nicht den hohen Grad der Symmetrie aufweisen,

wie bei den Druckzeichen während des Trainings gelernt wurde. Durch Weglassen dieses

Merkmals im Bewertungsbaum wurde die Erkennung robuster für Handschrift, sofern die

Zeichen in Druckschrift geschrieben werden. Die Erkennungsraten waren ähnlich hoch,

wie bei den Druckzeichen.



Kapitel 6

Zusammenfassung und Ausblick

Diese Arbeit ist von dem Prinzip ausgegangen, nach welchem ein Objekt die Summe

seiner Eigenschaften ist. Anstelle eines klassischen Ansatzes in der Mustererkennung,

wurde auf diesem Prinzip aufbauend versucht die Beschreibung von Objekten zu lernen

und sie anhand dieser wiederzuerkennen. Dafür wurde das Problem der Schrifterkennung

als Beispiel herangezogen. Dafür muss zuerst die Frage beantwortet werden, welche Ei-

genschaften für diese Problemklasse geeignet sind. Aus der Betrachtung der Schrift haben

sich geometrische Merkmale als naheliegend dargestellt und es wurde eine Auswahl für die

Evaluation der aufgestellten Hypothese getro�en. Zur Extraktion dieser Merkmale wur-

den geeignete Vorverarbeitungsschritte festgelegt und passende Algorithmen entwickelt.

Zur Beschreibung jeder Objektklasse mit Hilfe dieser vorgegebenen Merkmale wurde

anschlieÿend ein modi�zierter Entscheidungsbaum konstruiert. Mit diesem sogenannten

Bewertungsbaum wurde abschlieÿend die Grundaussage dieser Masterarbeit überprüft.

Der vorgestellte Bewertungsbaum benötigt keine Negativbeispiele zum Trainieren. Er

lernt jede Objektklasse in Form der Kombinationen ihrer zugrundeliegenden Eigenschaf-

ten auswendig. Die verwendete Vorverarbeitung und Merkmalsmenge ist maÿgeblich für

die Qualität der Leistung, durch Abwägung zwischen Genauigkeit und Gröÿe des Baumes.

Am Beispiel von Schrift konnte die Theorie der Objekte als Summe aus ihren Eigenschaf-

ten nicht widerlegt werden und nährt die Ho�nung, dass es stimmt.

6.1 Ausblick

Trotz der guten Ergebnisse mit dem vorgestellten Bewertungsbaum bleiben viele Fragen

o�en. Eine der schwierigsten Fragen ist die nach einer minimalen vollständigen Merkmals-

menge. Es ist zwar zu sehen, dass die Menge zu klein ist, wenn es noch mindestens ein

Blatt im Baum gibt, das mehr als eine Klassenbeschriftung hat, aber dieses Kriterium

gibt keinen Aufschluss über die Qualität der Merkmalsmenge bezüglich einer Abgren-

zung zur Welt. Ein mathematisches Maÿ, mit dem eine Überdeckung der Objekte durch
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die Merkmalsmenge berechnet werden kann, ist wünschenswert. Ebenso könnte eine gu-

te Merkmalsmenge aus Merkmalen bestehen, die nicht direkt an die Wahrnehmung des

Menschen angelehnt sind, wie die geometrischen Strukturen in Schriftzeichen.

Bei der Wahl verschiedener Parameter gibt es viele Möglichkeiten der Automation.

Neben der Merkmalsauswahl am Knoten und der Schwellenwertbestimmung für die ag-

glomerative Clusterbildung, können viele Parameter der Extraktoren maschinell ermit-

telt werden. Die Schwellenwerte der RANSAC Algorithmen sind ein Beispiel hierfür.

Durch die Probleme ähnlicher Zeichen hat sich gezeigt, dass es auÿerdem sinnvoll ist

die Merkmalsmenge um einige zusätzliche Merkmale wie Ellipse oder Punktsymmetrie

zu erweitern. Obwohl der Bewertungsbaum als Konstrukt für die Speicherung einer gan-

zen Menge von Objektklassen entwickelt wurde, ist ein vielversprechender Ansatz die

Objektklassen in mehrere kleine Gruppen einzuteilen (bis hin zu Einzelklassen) und auf

diesen spezialisiertere Bäume trainieren zu lassen.

Alles in allem ist der Bewertungsbaum eine interessante neue Möglichkeit im Feld der

Entscheidungsbaumalgorithmen, der noch viel Potential zur Verbesserung bietet.
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